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Résumé
Les assistants vocaux sont devenus très populaires ces der-
nières années. Les utilisateurs peuvent contrôler ces ap-
pareils intelligents par la voix et obtenir divers services.
Combinés à la biométrie, ces dispositifs peuvent permettre
de distinguer des profils utilisateurs et sécuriser l’usage
de l’appareil. Dans ce scénario, quelques segments de dis-
cours de courte durée (2-4 sec.) sont utilisés pour l’au-
thentification. Afin de limiter le nombre de paramètres utili-
sés pour l’apprentissage, nous proposons de combiner une
Wavelet Scattering Transform (ST) et un réseau convolutif
(CNN). Nos expérimentations montrent que la combinaison
ST/CNN extrait efficacement les caractéristiques de l’iden-
tité du locuteur sur des discours de courte durée.

Mots Clef
Assistant vocal, identification du locuteur, réseau de neu-
rones convolutifs, réseau hybride.

Abstract
Voice assistants have became very popular in recent years.
Users can control these devices by voice and obtain va-
rious services. Combination of biometric technology not
only allows to differentiate different profiles of users but
also allows to secure the terminal. In this scenario, few
short speech segments (2-4 sec.) are used for authenti-
cation. In order to limit the number of parameters used
for learning, we propose to combine a Wavelet Scatte-
ring Transform (ST) and a convolutional network (CNN).
The ST/CNN combination efficiently extracts the speaker’s
identity over short speeches

Keywords
Voice assistant, speaker identification, scattering trans-
form, convolutional neural network, hybrid network.

1 Introduction
Les appareils Google Home et Amazon Alexa deviennent
nos compagnons de tous les jours et de nombreuses tâches
peuvent à présent être effectuées à l’aide de commandes
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vocales. Il s’agit notamment de jouer de la musique, de
prendre un rendez-vous, de consulter la météo, de faire
des achats en ligne ou de piloter des objets connectés. Cer-
taines commandes vocales, telles que le paiement bancaire
ou l’accès à certains services sensibles, nécessitent une au-
thentification de l’utilisateur. Pour un tel scénario, il se peut
qu’il n’y ait aucune contrainte sur les phrases utilisées. Ces
phrases sont généralement courtes et pas nombreuses. Ceci
constitue une contrainte pour un système d’authentification
vocal, mais facilite l’utilisation du système d’authentifica-
tion. Différentes études [1, 2, 3] ont montré que l’utilisa-
tion de discours vocaux courts peut induire une baisse des
performances des systèmes d’authentification. Cette baisse
de performance est principalement due à la faible quan-
tité d’informations pertinentes sur l’identité du locuteur ex-
traite à partir des courts discours utilisés en phase d’ap-
prentissage ou en phase de test. L’identification du locuteur
avec seulement quelques courts discours vocaux est donc
un problème difficile.

Traditionnellement, les systèmes d’identification du locu-
teur sont basés sur l’extraction de caractéristiques vocales
reposant sur la production et la perception de la parole,
telles que les coefficients cepstraux (MFCC). Pendant la
phase d’apprentissage, ces caractéristiques sont extraites
pour la totalité des locuteurs. Un modèle de mélange Gaus-
sien (GMM) est ensuite défini pour construire un modèle
universel (UBM) [4, 5]. Chaque locuteur est représenté par
une adaptation du vecteur GMM. Cependant, il a été mon-
tré [6, 7] qu’il est avantageux de traiter ces vecteurs GMM,
en estimant la matrice de variabilité totale à partir du mo-
dèle UBM et utiliser l’analyse conjointe en facteurs pour
extraire des vecteurs d’identité, appelés i-vecteurs. Pendant
la phase d’authentification, le vecteur d’identité correspon-
dant au discours test est comparé aux autres vecteurs de
référence. La décision est faite soit par une simple distance
cosinus entre les deux vecteurs, soit avec des techniques
plus complexes telles que l’analyse discriminante linéaire
probabiliste (PLDA) [8]. Les performances de ces deux
méthodes de référence peuvent diminuer en cas de discours
courts [9, 10].

Ces dernières années, l’apprentissage profond a fait son ap-



parition dans de nombreux domaines liés à la reconnais-
sance de formes. Il a connu un succès remarquable pour
la reconnaissance d’images [11] et le traitement du lan-
gage naturel [12]. Une tendance similaire a été observée
dans l’identification du locuteur. Les réseaux neuronaux
profonds (DNN) ont été utilisés avec les i-vecteurs pour
calculer les statistiques de Baum-Welch [13], ou pour l’ex-
traction de caractéristiques au niveau de chaque trame [14].
Des DNN ont également été proposés pour la discrimina-
tion des locuteurs [15, 16]. Récemment, un nombre crois-
sant d’études ont tenté d’utiliser un réseau neuronal convo-
lutif (CNN) [17] dans de nombreuses tâches en lien avec la
parole [18, 19]. Certains travaux ont proposé d’apprendre
directement les réseaux avec des spectrogrammes [20, 21]
ou même avec un signal de parole [22, 23]. Les CNN ont
une architecture adaptée au traitement direct des échan-
tillons de parole, car le partage de poids, les filtres locaux
et le pooling constituent des outils précieux pour découvrir
des représentations robustes et invariantes. Cependant, afin
de parvenir à un apprentissage efficace les réseaux CNN
nécessitent de nombreux exemples étiquetés pour l’appren-
tissage ainsi que des ressources de calcul qui peuvent être
considérables. Dans un contexte où seules quelques don-
nées étiquetées de courte durée sont disponibles, l’entraî-
nement devient difficile et nécessite beaucoup de régulari-
sation.

L’extraction de caractéristiques pertinentes est un point cri-
tique dans les systèmes d’authentification vocaux. Elle per-
met de réduire la taille des données requises pour l’appren-
tissage. La wavelet scattering transform (ST), ou transfor-
mée diffusion par ondelette, a connu un succès significatif
dans diverses tâches de classification de signaux audio [24]
et biomédicaux [25]. Sa structure est celle d’un réseau neu-
ronal convolutif [26], mais avec des filtres fixes et non ap-
pris. Ce dernier point est important lorsque seuls quelques
échantillons d’entraînement sont disponibles. Plus précisé-
ment, cette transformation opère des convolutions avec des
ondelettes et des transformations non-linéaires pour assu-
rer une invariance aux décalages temporels et une stabilité
aux distorsions temporelles [27].

Les représentations par la transformée diffusion par onde-
lette peuvent être insérées dans n’importe quel système de
classification ou de régression, qu’il soit profond ou peu
profond. Les premières études d’Andén et Mallat [24] uti-
lisent les ST avec des machines à supports vecteurs (SVM)
avec des noyaux linéaires ou Gaussiens. Pour la recon-
naissance vocale avec des bases de données importantes,
le ST est utilisé avec cinq couches de réseaux neuronaux
profonds (DNN) ou des réseaux convolutionnels profonds
(ConvNets). Cette architecture n’a apporté que des amé-
liorations marginales de la précision [28, 29]. Cependant,
dans le cadre du challenge de reconnaissance vocale avec
Zéros ressources [30], dont l’objectif est de découvrir de
manière non supervisée des sous-mots et des mots à partir
d’un discours continu, l’association du ST à un réseau sia-
mois a permis un gain substantiel dans le compromis entre

la discrimination inter-classes et la robustesse aux change-
ments de locuteur [31].
Les caractéristiques de la transformée diffusion par onde-
lette ont fourni des résultats prometteurs sur l’ensemble
de données TIMIT [32] pour la classification des pho-
nèmes [23] et la reconnaissance de parole [29]. Dans cet
article, nous explorons l’utilisation de la transformée dif-
fusion par ondelette (ST) pour l’extraction des caractéris-
tiques vocales tout en le couplant avec un réseau convolu-
tionel CNN pour l’identification du locuteur. Le système
proposé doit nécessiter un nombre limité de discours vo-
caux afin de fonctionner efficacement sur des assistants vo-
caux. Nous remplaçons alors la première couche convolu-
tionnelle du réseau CNN par la transformée diffusion par
ondelette. Dans ce réseau hybride, les coefficients de ST
générés dans les premières couches capturent l’énergie do-
minante contenue dans les discours d’entrée.
Le reste de cet article est organisé comme suit. La section 2
traite de la transformée diffusion par ondelette. La section 3
décrit l’architecture hybride proposée, qui est une combi-
naison d’une transformée diffusion par ondelette et d’un
réseau convolutionnel. La section 4 présente les résultats
obtenus par le système proposé ainsi que ceux fournis par
les systèmes de la littérature.

2 Wavelet Scattering Transform :
Transformée diffusion par onde-
lette

Convolution
(Wavelet ψ(t))

x ? ψ(t)

Nonlinearity
(Modulus)
|x ? ψ(t)|

Averaging
(low-pass filter)
|x ? ψ(t)| ? φ(t)

FIGURE 1 – Processus de la transformée diffusion par on-
delette, où x est la donnée d’entrée, ψ une fonction d’on-
delette et φ un filtre passe-bas.

La transformée diffusion par ondelette (ST) [24, 33], est
une représentation profonde, obtenue par application itéra-
tive du module de la transformée en ondelettes. Elle a été
définie de manière à être invariante aux translations tempo-
relles du signal d’entrée et stable aux petites déformations.
Les auteurs [24, 33] ont démontré que cette transforma-
tion à base d’ondelettes permet d’extraire des caractéris-
tiques significatives du signal aux différentes échelles de
décomposition. La ST a été appliquée avec succès à dif-
férentes tâches de classification, de textures [33, 34], de
chiffres [33], de sons [24] ou à des ensembles complexes
d’images [25]. De plus, il a été prouvé [35] que les co-
efficients de diffusion des ondelettes sont plus informatifs
qu’une transformée de Fourier lorsqu’il s’agit de signaux
courts pouvant subir de petites déformations et rotations.
La ST consiste en une cascade de transformations d’on-
delettes et de transformations non-linéaires sur le module.
Pour produire la ST d’un signal d’entrée x, trois opérations



successives sont nécessaires : convolution, non-linéarité et
calcul de la moyenne (figure 1). Les coefficients de la ST
sont obtenus en faisant la moyenne des coefficients du mo-
dule d’ondelettes par un filtre passe-bas φ. Soit une onde-

FIGURE 2 – Représentation hiérarchique des coefficients
de diffusion sur plusieurs couches [24].

lette ψ(t) correspondant à un filtre passe-bande avec une
fréquence centrale normalisé à 1, et ψλ(t) une base de
filtres construite par dilatation de l’ondelette :

ψλ(t) = λψ(λt) (1)

où λ = 2
j
Q , ∀j ∈ Z avec Q représentant le nombre d’on-

delettes par octave.
La largeur de bande de l’ondelette ψ(t) est de l’ordre de
1
Q , et par conséquent, la banque de filtres est composée de
filtres passe-bande qui sont centrés dans le domaine fré-
quentiel en λ et ont une largeur de bande de fréquence λ

Q .
À l’ordre zéro, nous avons un seul coefficient donné par
S0x(t) = x?φ(t) où ? représente la convolution. Ce coeffi-
cient est proche de zéro pour les signaux audio. Au premier
ordre, nous avons :

S1x(t, λ1) = |x ? ψλ1
| ? φ(t) (2)

Les coefficients de second ordre capturent les modula-
tions d’amplitude haute fréquence sur chaque bande de fré-
quence de la première couche et sont obtenus par

S2x(t, λ1, λ2) = ||x ? ψλ1
| ? ψλ2

| ? φ(t) (3)

La figure 2 montre la hiérarchie des coefficients de ST.
Cela ressemble un peu à la structure des réseaux neuro-
naux profonds, bien que dans la ST, chaque couche fournit
une sortie, alors que la seule sortie de la plupart des réseaux
neuronaux profonds est celle de la dernière couche. Cette
décomposition en coefficients de diffusion de premier et
de second ordre est appliquée au signal. Les coefficients
de second ordre sont normalisés par les coefficients de pre-
mier ordre, afin de s’assurer qu’un ordre supérieur de dé-
composition dépend de la modulation d’amplitude du si-
gnal vocal. Les premier et deuxième ordres de la ST sont
concaténés pour former un vecteur de caractéristiques pour
une trame. Les caractéristiques des coefficients de la ST à
la première échelle, correspondent aux coefficients MFCC

Scat feature ns×nf

1 × 3 conv, 16

Batch normalization

ReLu

Max pooling

1 × 3 conv, 32

Batch normalization

ReLu

Max pooling

1 × 3 conv, 64

Batch normalization

ReLu

Max pooling

FC nsp

Softmax

FIGURE 3 – Le réseau hybride proposé.

[24]. Les coefficients ST de la seconde échelle préservent
plus de détails dans le signal vocal [24]. Cette représenta-
tion est invariante aux décalages temporels et stable aux dé-
formations. Ainsi, pour assurer une invariance à des trans-
lations de fréquence, la ST est effectuée sur une échelle log
de fréquence. Le logarithme est appliqué à chacun des co-
efficients du ST. Il est donc localement invariant aux déca-
lages temporels et de fréquence et stable aux déformations
temporelles et fréquentielles.

3 Architecture hybride de réseau
Le réseau hybride proposé est composé d’une ST pour l’ex-
traction des informations relatives à l’identité du locuteur,
suivi d’un réseau convolutionnel CNN pour la classifica-
tion. Nous proposons donc d’initialiser la première couche
de notre CNN avec les vecteurs issus de la ST. Nous uti-
lisons deux familles d’ondelettes, l’ondelette de Morlet et
l’ondelette de Gabor, pour obtenir les coefficients carac-
téristiques ST. Nous utilisons 8 filtres par octave pour le
premier niveau et 1 filtre par octave au second niveau.
Cette configuration a été choisie pour que la première dé-
composition ST corresponde à la résolution en fréquence
des filtres à l’échelle de Mel. La deuxième décomposition
de ST permet de récupérer les informations perdues. Par
conséquent, la représentation du signal de parole utilisant
deux itérations de la ST étend la représentation MFCC et
conserve toutes les caractéristiques du signal. Ces coeffi-
cients de ST sont calculés à l’aide du toolbox ScatNet [24].
On obtient ainsi des matrices de paramètres de dimension



ns × nf . Pour chaque trame, le vecteur final comporte une
normalisation de la transformée en logarithme des vecteurs
issus de la ST (section 2). Ces vecteurs de ST jouent le
rôle d’un sous-échantillonnage pour la première couche du
CNN.

Layer name ScatCNN Output

Input inputlayer ns × nf × 1
Conv1 block conv1D, 3× 1,16 ns × nf × 16

bn
relu

Pooling maxpool, 2 × 1,
stride (2,1)

ns/2×nf/2×16

Conv2 block conv1D, 3× 1,32 ns/2×nf/2×32
bn
relu

Pooling maxpool, 2 × 1,
stride (2,1)

ns/4×nf/4×32

Conv3 block conv1D, 3× 1,64 ns/4×nf/4×64
bn
relu

Pooling maxpool, 2 × 1,
stride (2,1)

ns/8×nf/8×64

Embedding fc,nsp nsp
Loss softmax

TABLE 1 – L’architecture CNN-ST. Chaque ligne spécifie
les filtres convolutifs, leur taille et les filtres.

Le CNN proposé est composé de trois couches de convo-
lution et d’une couche entièrement connectée FC. Chaque
couche de convolution est formée d’un filtre 1D de lon-
gueur 3 auquel est associée une normalisation. Chaque
couche convolutionnelle est suivie d’une couche de mise en
commun -max-pooling- de taille 2× 1 et de pas 2× 1. Ces
couches de convolution disposent respectivement de 16, 32
et 64 filtres. Une couche entièrement connectée avec nsp
neurones, où nsp est le nombre de locuteurs à identifier, est
connectée à la couche softmax. Nous utilisons des unités li-
néaires rectifiées comme fonctions d’activation dans toutes
les couches. La figure 3 et le tableau 1 montrent avec plus
de détail l’architecture du réseau proposé. Le nombre de
paramètres est de l’ordre 18 millions pour une entrée de
dimension 433× 16× 1.

4 Expériences
Cette section décrit les expériences et les résultats obtenus
avec notre approche.

4.1 Base de données
Deux bases de données sont utilisées dans les expériences :
TIMIT [32] et LibriSpeech [36]. La base TIMIT contient
des enregistrements de qualité studio de 630 locuteurs (192
femmes, 438 hommes), échantillonnés à 16 kHz, et cou-
vrant les huit principaux dialectes de l’anglais américain.
Chaque locuteur lit dix phrases phonétiquement riches.

Nous ne prenons en compte que 462 locuteurs de TIMIT
afin de nous limiter uniquement aux discours de courte du-
rée. Pour chaque locuteur, il y a 8 phrases avec 5 phrases
"SX" et 3 phrases "SI". Les phrases "SX" ont une durée de
2s à 5s, elles sont utilisées pour entraîner le système. Les
phrases "SI" ont une durée de 2s à 7s, elles sont utilisées
pour le test.
La base de données LibriSpeech est constituée de livres au-
dio lus à haute voix par 2483 locuteurs, dont 1281 hommes
et 1202 femmes qui ont enregistré leur voix spontanément.
Le signal de parole est généralement propre, mais le dis-
positif d’enregistrement et les conditions de canal varient
beaucoup entre les différentes voix et les différents locu-
teurs. Nous avons décidé de garder 7 enregistrements de
chaque locuteur pour l’entraînement, et 3 enregistrements
pour le test. Pour les deux ensembles de données, la durée
des phrases d’entraînement est d’environ 10 à 12 secondes
pour chaque locuteur et la durée moyenne des phrases de
test est de 2 à 5 secondes. Les énoncés d’une durée infé-
rieure à 6 secondes représentent environ 87% des données.
Les expériences ne sont menées que dans des conditions
de discours de courte durée, et notre méthode n’est testée
qu’avec des discours de courte durée (aussi bien pour le
test que l’apprentissage), de 2s à 4s.
Aucun pré-traitement spécifique à la parole n’a été appli-
qué (par exemple, suppression du silence, détection et sup-
pression de la parole non voisée) pour les deux bases.

4.2 Cadre expérimental
La première couche de ST est composée de 8 ondelettes de
type Gabor par octave. La seconde couche est formée par
une seule ondelette de type Morlet par octave. La longueur
de la fenêtre a été fixée à 500 ms. Par la suite, les coef-
ficients ST sont normalisés et transformés en logarithme.
Avec ce réglage, le nombre de coefficients ST correspon-
dant à une seule trame est de 77 et 356 pour le premier
et le second ordre respectivement. La descente de gradient
stochastique a été utilisée pour optimiser le réseau avec un
taux d’apprentissage de 0,001 et un momentum de 0,9. Le
réseau est entrainé avec un nombre de cycles d’apprentis-
sage égal à 30 et un batch de taille 64. Notre implémen-
tation est basée sur les boîtes à outils Matlab pour le scat-
tering (Scatnet 1) et l’apprentissage profond. Le temps
de calcul des coefficients ST pour chaque trame est d’en-
viron 10,6 ms. Le temps total d’apprentissage et de test
dépend du nombre de locuteurs et de discours utilisés. Les
expériences dans la base de données TIMIT prennent envi-
ron 37 minutes pour l’entraînement et 25 minutes pour les
tests.

4.3 Systèmes de la littérature
Dans cet article, nous proposons de comparer notre sys-
tème avec les systèmes SincNet [37] et CNN-Raw [38]
pour l’identification de locuteurs. SincNet est une nou-
velle architecture de réseau neuronal, qui utilise directe-

1. http://www.di.ens.fr/data/software/scatnet/.

http://www.di.ens.fr/data/software/scatnet.


Layer
name

Sincnet CNN

Conv1
block

conv1D,251×1, 80 conv1D,3× 1, 80

relu relu
Pooling maxpool,5 × 1,

stride (1,2)
maxpool,3 × 1,
stride (2,1)

Conv2
block

conv1D,5× 1,60 conv1D,5× 1, 80

relu relu
Pooling maxpool,3 × 1,

stride(2,1)
maxpool,3 × 1,
stride(2,1)

Conv3
block

conv1D,5× 1,60 conv1D,5× 1, 60

relu relu
Pooling maxpool,3 × 1,

stride(2,1)
maxpool,3 × 1,
stride(2,1)

Embedding fc, 2048 fc, 2048
bn bn

Embedding fc, 2048 fc, 2048
bn bn

Embedding fc, 2048 fc, 2048
bn bn

Embedding fc, 2484 fc, 2484
Loss softmax softmax

TABLE 2 – Architecture de Sincnet and CNN.

ment le signal de parole en entrée. La première couche
convolutionnelle de SincNet est composée des fonctions
1D Sinc. SincNet convolue directement le signal de parole
avec un ensemble de fonctions Sinc. Ces fonctions Sinc
jouent le rôle des filtres passe-bande. Les filtres sont ini-
tialisés à l’aide de la banque de filtres à fréquence Mel et
leurs fréquences de coupure basses et hautes sont adaptées
avec une rétro-propagation standard comme toute autre
couche. La première couche effectue des convolutions ba-
sées sur Sinc, en utilisant 80 filtres de longueur 251. Les
deux autres couches utilisent 60 filtres de longueur 5. En-
suite, trois couches entièrement connectées, composées de
2048 neurones et normalisées, sont appliquées. Toutes les
couches cachées utilisent une fonction d’activation non-
linéaire ReLU. La classification binaire au niveau de la
trame est effectuée en appliquant un classificateur softmax
et un critère d’entropie croisée [37].
Dans le système CNN-Raw, le signal de parole est directe-
ment envoyé à la première couche du réseau. Trois couches
de convolution sont utilisées pour effectuer l’extraction des
caractéristiques. Chaque couche de convolution est com-
posée de 80 filtres suivis d’un max-pooling. Ensuite, trois
couches entièrement connectées, composées de 2048 neu-
rones et normalisées, sont appliquées. Toutes les couches
cachées utilisent des fonctions d’activation non-linéaire de
type ReLU. La classification binaire au niveau de la trame
est effectuée en appliquant un classificateur softmax et
un critère d’entropie croisée [38]. Le tableau 2 résume le

nombre de filtres et la taille des noyaux utilisés dans sincnet
et CNN. Les deux réseaux sont entraînés avec un nombre
de cycles d’apprentissage égale à 800 et un batch de taille
128.

SincNet CNN CNN-ST

Paramètres ×106 26,5 27,6 18,1

TABLE 3 – Nombre de paramètres d’apprentissage de l’ar-
chitecture proposée et des systèmes de la littérature.

4.4 Résultats
Le tableau 3 résume le nombre de paramètres d’appren-
tissage de l’architecture hybride et les autres systèmes de
la littérature. Nous observons une diminution de 33% du
nombre de paramètres d’apprentissage par rapport aux sys-
tèmes Sincnet et CNN-raw. Ceci se traduit par la rapidité
d’apprentissage de notre architecture avec un nombre de
cycles d’apprentissage égal à 30. Afin de comparer les sys-
tèmes d’identification du locuteur, le taux d’identification
correcte par locuteur est utilisé. Les résultats sont réunis
dans le tableau 4 sur les deux ensembles de données TIMIT
et Librispeech. Nous avons entrainé et testé dans un pre-
mier temps les trois systèmes avec des portions de durée 4s.
Les résultats de ce tableau montrent que notre réseau hy-
bride CNN-ST est plus performant que les systèmes Sinc-
Net et CNN-Raw sur des énoncés courts. Sur l’ensemble
de données TIMIT, notre système réalise une amélioration
relative d’environ 18% par rapport à CNN-Raw et 15 %
par rapport à SincNet. De plus, sur l’ensemble de données
LibriSpeech, notre système réalise une amélioration rela-
tive d’environ 18 % par rapport à CNN-Raw et de 23%
par rapport à SincNet. Le tableau montre que le rempla-
cement de la première couche de convolution de CNN par
des filtres bien définis améliore les taux d’identification.
Par la suite nous avons entrainé et testé les systèmes CNN-
raw et sincnet avec la totalité du discours, nous observons
toujours une meilleure performance de notre architecture
malgré son utilisation dans des conditions d’apprentissage
et de test limitées à 4 s.

LibriSpeech TIMIT

CNN-raw-4s 66,39 46.67
CNN-raw-totale 69.82 60.53
SincNet-raw-4s 70.81 49.81

SincNet-raw-totale 79.32 61.81
CNN-ST-4s 88.04 64.29

TABLE 4 – Taux d’identification correcte (%) du système
proposé d’identification du locuteur et des systèmes de la
littérature entrainés et testés avec des durées variables.

Nous examinons plus en détail les performances de notre
système dans le tableau 5. Dans ce tableau, nous évaluons
l’effet de la durée des discours des locuteurs utilisés en ap-
prentissage sur les performances. Nous varions le nombre



Durée du discours d’apprentissage
Test 8s 12s Totalité
2s 77.16 78.03 79.86
4s 86.27 87.63 88.04

TABLE 5 – Taux d’identification correcte (%) du système
proposé sur l’ensemble de données LibriSpeech (2484 lo-
cuteurs) entrainé et testé avec des énoncés de durée de 4s
et 2s.

de discours utilisés en apprentissage pour avoir une durée
totale de 8s ou 12s par locuteur. Par exemple, un entrai-
nement avec des discours de 2s pour une durée totale de
8s implique donc l’utilisation de 4 discours par locuteur.
Ce tableau indique les taux d’identification correcte pour
des discours de test de 2s et 4s. Nous remarquons que la
variation du nombre de discours en phase d’apprentissage
affecte peu les performances. Nous obtenons toujours des
bons taux d’identification soit avec une portion des don-
née d’apprentissage ou avec la totalité des discours. La du-
rée totale des données d’apprentissage par locuteur est de
l’ordre de 14s. De même nous remarquons la robustesse de
l’architecture proposée à la variation de durée des données
de test. Le tableau 5 montre l’effet de la durée du discours
de test sur les taux d’identification, nous remarquons une
amélioration de 10% avec des discours de 4s par rapport à
2s.

5 Conclusion
Dans cet article, nous avons proposé un système d’identi-
fication du locuteur qui apprend les informations discrimi-
nantes du locuteur directement à partir de discours courts
en utilisant la transformée diffusion par ondelette ST et un
CNN. Les caractéristiques issues de la ST fournissent une
description stable des informations d’identité du locuteur.
Les expériences menées sur les bases de TIMIT et Libris-
peech indiquent que la méthode proposée est très perfor-
mante pour les tâches d’identification du locuteur avec des
discours courts et des nombres d’échantillons d’apprentis-
sages limités. Nous avons comparé l’efficacité de notre sys-
tème par rapport aux méthodes SincNet et CNN-Raw dans
les même conditions. Nos résultats montrent que notre mé-
thode hybride CNN-ST apporte des améliorations signifi-
catives par rapport à ces deux méthodes. Ce travail pourrait
être étendu afin de pouvoir utiliser en entrée des discours
de durée variable.
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