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1 Préface

Le développement de méthodes d'analyse dynamique de linformation, comme le
clustering incrémental et les méthodes de détection de nouveauté, devient une préoccupation
centale dans un grand nombre d'applications dont le but principal est de traiter de larges
YROXPHYV GYLQIRUPDWLRQ YDULDQW DX FRXUV GX WHPSV &HV |
domaines trés variés et hautement stratégiques, tels que l'exploration du Wedcketche
d'information, l'analyse du comportement des utilisateurs et les systemes de
UHFRPPDQGDWLRQ OD YHLOOH WHFKQRORJLTXH HW VFLHQWLILTX
génomique en bioinformatiqueLa majorité des méthodes d'apprentissage 6été
initialement définis d'une fagon non incrémentale. Cependant, dans chacune des familles de
méthodes, ont été développées des variantes incrémentales permettant de prendre en compte
la composante temporelle d'un flux de données. D'une maniére pkisigéles algorithmes
de clustering incrémental et les méthodes de détection de nouveauté sont soumis aux
contraintes suivantes :

Possibilité d'étre appliqués sans connaitre au préalable toutes les données a analyser ;

Prise en compte d'une nouvelle déansans faire un usage intensif des données déja
prises en considération ;

Résultat disponible aprés l'insertion de toute nouvelle donnée ;

Les changements potentiels de I'espace de description des données doivent pouvoir étre
pris en considération.

L'obje ctif de cet atelier est de réunir des chercheurs confirmés, ainsi que des jeunes
chercheurs, autour des probléimgaes et des applications dickastering incrémental », et de
la « détection de nouveautés
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2 Principaux themes (liste non limitative)

~h ~n ~h Yk —h —h —h —h —H

Les dgorithmes et techniques de détection de nouveauté ;

Les méthodes de classification incrémentales basées sur la densité ;

Les méthodes adaptatives de typen€ans ou centres mobile ;

Les méthodes de classification hiérarchique adaptatives ;

Les méthodes ngonales adaptatives ;

Les approches probabilistes ;

Les méthodes de partitionnement et de classification incrémentale basées sur les

graphes attribués ;

Les approches basées sur l'intelligence en essaim et les algorithmes génétiques ;

Les méthodes de vilDOLVDWLRQ GHV UpVXOWDWY GYIDQDO\VH GH GF

3 Programme

3.1 Conférencier invité

f

Hatem HAMZA ; société ITESOFRT
$SSUHQWLVVDJH LQFUpPHQWDO GDQV OfJLQGXVWULH GH
problémes et perspectives

3.2 Articles acceptés :

f

Génération de résuméGH PLVH j] MRXU SBWLOLVDWLRQ GT1XQ DO
classification non supervisée pour détecter la nouveauté dans les articles de
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Aurélien Bossard

LIPN

AD-CLUST: Détection des Anomalies basée sur le Clustering
Imen Brahmi, Sadok Ben Yahia, Pascal Pogicel
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Score de Fisher et détection de courbes anormales dans une séquence a des fins
de diagnostic

Etienne Come, Allou Samé, Patrice Aknin et Marc Antoni

INRETS,SNCF

Comportement comparatif des méthodes de clusteringermentals et non
incrémentals sur lesdonnées textuelles hétérogénes

Raghvendra Mall, Mumtaz Ahmad, Je@harles Lamirel
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4 Summary

The development of dynamic information analysis methods, like incremental clustering and
novelty detection techniques, is becoming a central concern in a bunch of applications whose
main goal is to deal with information which is varying over time. These applications relate
themselves to very various and highly strategic domains, including web mining and adaptive
information retrieval, user behaviour analysis and recommendation sysesisological

and scientific survey, anomaly or intrusion detection, and even genomic information
analysis, in bioinformatics.

The goal of this workshop is to bring together researchers whose main topic is to work on
innovative and challenging incrementdlistering and novelty detection approaches and on
their application to analysis of time varying information of various natures.
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documents: problemes et perspectives

Hatem Hamza.
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Résumé:

/HV ORJLFLHOV LQGXVWULHOV GYDQDO\WH GH GRFXPHQWYV S
millions de documets chaque jour. En plus du volume a traiter, la complexité

des documents est une difficulté majeure a laquelle ces logiciels doivent

UpSRQGUH )DFH j FHV GHX[ GplLY OHV DSSURFKHV GTDQD
statiques ont prouvé leurs limites et montré plusidacunes. En effet, la

plupart des approches industrielles ou de la littérature scientifique ne proposent

SDV GI{DSSUHQGUH DX IXU HW j PHVXUH GX WUDLWHPHQW HW
EORTXpHV GqgV TXTXQ QRXYHDX FDV GH ILJXUH FODVVH Gl
rencontrée, une nouvelle information a extraire) se présente. Ainsi, au moindre

pFKHF XQ RSpUDWHXU HVW REOLJp GILOQWHUYHQLU

$ILQ GH UHPpGLHU j FHOD OHV LQGXVWULHOV WHQWHQW
incrémentales et dynamiques. Ces approches résolventystugieobléemes

FRPPH OH IDLW GH VYDGDSWHU j GH QRXYHOOHV FODVVHV !
nouvelles informations a extraire. Par contre, elles en soulévent aussi beaucoup

GIDXWUHV FRPPH OH FKRL[ GHV PHVXUHV GH VLPLODULWYPp I
exemples a apprentdt HQ SURGXFWLRQ«

'DQV FHW H[SRVp TXHOTXHV H[HPSOHV GH OfYH[SpPULHQFH G
domaine sont présentés et discutés.
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Geénération de résumes de mise a jour :
Utilisation d'un algorithme de classi cation non supervisée
pour détecter la nouveauté dans les articles de presse

Aurélien Bossard

Laboratoire d'Informatique de Paris-Nord
UMR 7030, CNRS et Université Paris 13)
99, av. J.-B. Clment
93430 Villetaneuse
prenom.nom@lipn.univ-paris13.fr

Résumé. Dans cet article, nous présentons un systéme de résumé automatique
multi-documents, dédié au résumé de mise a jour — ou de nouveauté. Dans une
premiére partie, nous présentons la méthode sur laquelle notre systeme est fondé,
CBSEAS, et son adaptation a la tache de résumé de mise a jour. Générer des
résumés de mise a jour est une tache plus compliquée que de générer des résumés
« standard », et nécessite une évaluation spéci que. Nous décrivons ensuite la
tdche « Résumé de mise a jour » de TAC 2009, a laquelle nous avons participé
a n d'évaluer notre systéme. Cette campagne d'évaluation internationale nous a
permis de confronter notre systéme a d'autres systemes de résumé automatique.
Finalement, nous présentons et discutons les résultats intéressants obtenus par
notre systeme.

1 Introduction

La recherche en résumé automatique, supportée par des campagnes d'évaluations et une
communauté de chercheurs importantes, a connu ces dernieres années des progres rapides
tant du point de vue des méthodes employées que des résultats qualitatifs. En effet, ce do-
maine répond a des besoins forts en recherche et extraction d'information, ddis notamment a
l'augmentation des données électroniques consultables. Le domaine du résumé automatique
s'étend, et s'intéresse désormais a différents médias comme supports de différents types de
résumé. Comme champs d'application, on peut citer les Is d'e-mails, les blogs, les articles
scienti ques ou encore les articles de presse ; et comme types de résumé les synthéses d'opi-
nion, les résumés différentiels et les résumés de mise a jour. C'est précisément ce dernier type
de résumé auquel nous nous intéressons dans cet article.

Un résumé de mise a jour sur un sujet donné est fondé sur I'hypothése que le lecteur du
résumé a déja lu certains documents concernant ce sujet. Le résumé de mise a jour doit synthé-
tiser les informations dont l'utilisateur n'a pas encore pris connaissance, donc les informations
nouvelles qui apparaissent dans de nouveaux documents.
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Dans cet article, nous présentons nos recherches en résumé automatique de mise a jour :
nous avons développé un systeme de résumé automatique « standard », et I'avons adapté au
résumé de mise a jour. Ce systéme est fondé sur une classi cation automatique de phrases a
résumer, qui permet d'augmenter la diversité informationnelle des synthéses générées.

La tadche de génération de résumeés de mise a jour a été proposée durant les campagnes
d'évaluation DUC 2007, et TAC 2008 et 2009. Nous avons participé a la tach&/pdate
Task» de la campagne TAC 2009. Cette tache permet d'évaluer deux types différents de ré-
sumé : les résumeés « standard », guidés par une requéte, et les résumés de mise a jour, égale-
ment guidés par une requéte.

Dans cet article, nous nous fondons sur un systeme de résumé automatique multi-documents,
CBSEAS (Bossard, 2009), qui differe des autres systemes de résumé par l'identi cation de
sous-themes et I'utilisation de la centralité locale a un sous-théme, en plus de la centralité glo-
bale, a n de produire de meilleurs résumés. Le regroupement de phrases véhiculant les mémes
informations, et donc leur classi cation en sous-thémes, est crucial pour le résumé automatique
multi-documents : savoir quelles phrases sont différentes les unes des autres, mais également
parmi celles qui sont similaires, détecter la phrase centrale, peut aider a produire des résumer
avec une diversité informationnelle importante. Au-dela de la question de la génération du ré-
sumé automatique, la question principale a laquelle nous tentons de répondre ici est ; comment
distinguer les informations nouvelles de celles déja lues ?

Cet article montre comment les différents aspects de ces deux problématiques sont gérés.
Nous présentons également I'évaluation de notre systéme sur la tache « Résumé de mise a
jour » de TAC 2008 et 2009.

2 Etatde l'art

Dans cette section, nous présentons un apercu des méthodes existantes pour le résumeé
automatique et la gestion de la mise a jour. Ces domaines ont été largement étudiés; nous
limitons donc cet état de I'art aux travaux principaux et a ceux qui ont le plus inspiré notre
approche.

2.1 Les approches de résumé automatique multi-documents

Le résumé automatique est étudié depuis le début du traitement des données textuelles.
Trés vite, les méthodes génératives ont montré leurs limites. Ces approches fortement dépen-
dantes de la langue nécessitent en effet des ressources linguistiques complexes. Récemment,
les recherches de Marcu (1998) ont tenté d'analyser la structure rhétorique pour sélectionner
des phrases pertinentes, mais cette méthode est toujours limitée a des domaines applicatifs
Spéci ques.

Depuis les années 1950 (Luhn, 1958), la recherche en résumé automatique s'est concen-
trée sur l'extraction de phrases importantes — la créatientdicts— plutdét que sur la gé-
nération dabstracts Les phrases extraites doivent constituer un texte cohérent, déle aux
idées/informations exprimées dans les documents d'origine. L'extraction de phrases est gé-
néralement réalisée en calculant un score pour chaque phrase des documents a résumer, et en

IDocument Understanding Conference : http://www-nlpir.nist.gov/projects/duc/index.html
2Text Analysis Conference : http://www.nist.gov/tac
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extrayant les mieux classées a n de produire un résumé. Le nombre de phrases ou de mots dans
le résumé peut étre déterminé a l'avance, mais peut également étre calculé dynamiquement en
utilisant un pourcentage de compression — par exemple 10% des documents d'origine.

Edmundson (1969) a dé ni des indices textuels qui peuvent étre utilisés a n de déterminer
I'importance d'une phrase. Il a notamment proposé une liste de mots-clés telshquatiye,

«In conclusion». Les indices contiennent également la position des phrases et le nombre de
mots qui co-occurrent dans le titre du document. Ces indices sont encore utilisés de nos jours
dans la majorité des systémes de résumés automatiques, comme dans celui de (Kupiec et al.,
1995), qui les combine a un algorithme d'apprentissage. Cependant, ceux-ci sont limités puis-
qu'ils ne prennent pas en compte le contenu global du document.

D'autres systémes se concentrent sur les fréquences des termes en corpus. Luhn (1958) a
ouvert la voie aux systémes statistiques de résumé par extraction. Il a proposé de construire une
liste des termes importants des documents, en se fondant sur leur fréquence. Sont sélectionnés
seulement ceux dont la fréquence appartient a un intervalle prédé ni. Plus une phrase présente
de mots appartenant a cette liste, plus elle est pertinente. Radev et al. (2002) ont pro té des
avanceées dans le domaine des statistiques textuelles en intédfadft éela méthode de Luhn.

La liste des termes importants, que Radev appelle « centroide », est compastezmies avec
le plus grandf.idf. Les phrases sont classées selon leur similarité au centroide.

Les méthodes statistiques sont ef caces pour sélectionner les phrases qui re etent le contenu
global des documents a résumer. Une telle phrase est quali ée de « centrale ». Cependant, ces
méthodes ne sont pas congues de maniére a générer des résumeés qui re etent la diversité infor-
mationnelle des documents d'origine. La diversité informationnelle est aussi importante que la
centralité lorsqu'on évalue la qualité d'un résumé. En effet, un résumé doit contenir toutes les
informations importantes.

La méthode MMR -Maximum Margin RelevanceCarbonell et Goldstein (1998) cherche
a résoudre le probléme de la diversité. Les phrases qui maximisent la fonction de score pré-
sentée en Equation 1 sont sélectionnées incrémentalement. La fonction de score MMR prend
en compte la diversité en soustrayant au score la centralité la similarité maximale de la phrase
évaluée avec les phrases déja sélectionnées. Cette méthode est utilisée largement et a été adap-
tée a différentes taches de résumé automatique (Goldstein et al., 2000; Chowdary et Kumar,
2009; Ribeiro et de Matos, 2007; Wang et al., 2009).

" #

MMR =argmax sim 1(P;;Q) (1  )argmax sim(P;;P;) (1)
Pi2D\s Pi2s

ouQ est la requéte utilisateu, I'ensemble des phraseS,I'ensemble des phrases sélectionnées pour le
résumé, et le facteur de nouveauté.

Dans le cas particulier du résumé multi-documents, la redondance est un bon indice de
I'importance d'un élément d'information. MMR prend en compte la redondance, mais seule-
ment dans le but d'éliminer les phrases redondantes, et non comme un critére d'extraction.
Radev (Erkan et Radev, 2004) s'est appuyé sur les avancées récentes dans le domaine des ré-
seaux sociaux a n d'utiliser la redondance comme le principal critére pour juger la pertinence
d'une phrase. Il construit un graphe des documents a résumer, dans lequel les nceuds qui ont
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le plus grandorestigesont ceux qui sont fortement liés a d'autres nceuds ayant eux-mémes un
prestigeimportant.

Toutes les méthodes que nous avons présentées dans cet état de I'art considérent le contenu
global des documents a résumer pour évaluer la centralité des phrases. Cependant, nous consi-
dérons les documents non comme un tout, mais comme différents groupes de phrases formant
des sous-thémes. Dans chacun de ces sous-thémes, des phrases centrales émergent, qui sont
celles que nous voulons extraire.

2.2 Les approches de résumé de mise a jour

La tache « Résumé de mise a jour » de DUC 2007 et TAC 2008 a révélé que générer un
résumé de mise a jour est une tache bien plus complexe que de générer des résumés « standard »
Dang et Owczarzak (2008). Cette tache pose en effet, au-dela du probléme de la génération
d'un résumé automatique, celui de la détection de la nouveauté. Nous présentons ici différentes
stratégies visant a gérer le résumé de mise a jour.

Certaines auteurs, comme Galanis et Malakasiotis (2008), retirent des documents de mise
a jour toutes les phrases dont la similarité a une phrase des documents initiaux est supérieure
a un seuil dé ni empiriguement. D'autres préferent supprimer les phrases qui maximisent la
similarité au jeu de documents initial jusqu'a ce que la similarité globale entre ce dernier et le
jeu de documents de mise a jour soit en dessous d'un seuil prédé ni (He et al., 2008).

La méthode présentée par Boudin et Torres-Moreno (2008) sélectionne les phrases pour le
résumé de mise a jour en utilisant la méthode MMR, décrite en Section 2.1. Le poids de la
similarité aux phrases déja sélectionnées est augmenté a n de réduire le risque d'extraire des
phrases qui ne véhiculent pas d'information nouvelle.

Une autre méthode, introduite dans (Varma et al., 2009), vise a évaluer la nouveauté d'un
mot. Le facteur de nouveauttn) d'un mot dans un document publié a une datEpend de
son nombre d'occurrences dans les documents antérieurs et dans les documents postérieurs :

jndj

fn(w)= ————
W) jpdj + jDj

(2)
ndg=d:w2d”tgt

pd=d:w2d"ty t

D=d:tgqt

Le facteur de nouveauté est utilisé pour mesurer la nouveauté d'une phrase. Cette méthode
a prouvé son ef cacité, tant sur les évaluations de TAC 2008 que sur celles de TAC 2009.
Cependant, nous voulons évaluer une nouvelle méthode fondée sur la similarité entre phrases,
gui ne nécessite pas, contrairement aux premieres approches présentées,adgri@arun
seuil de similarité.
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3 CBSEAS, une approche générique pour le résumé auto-
matique multi-documents

Nous voulons gérer spéci quement I'aspect multi-documents en considérant la redondance
comme le probléme principal du résumé multi-documents. En effet, nous considérons les docu-
ments a résumer comme constitués de groupes de phrases qui véhiculent la méme information.
Dans chacun de ces groupes, une phrase peut étre considérée centrale. Extraire une phrase dans
chaque groupe de phrases peut mener a réduire le risque de voir apparaitre de la redondance
dans les résumés générés. De plus, extraire la phrase centrale permet de prendre en compte la
centralité locale de chaque sous-théme. En n, cette modélisation nous autorise a prendre en
compte un critere supplémentaire pour extraire les phrases : la centralité d'une phrase vis-a-vis
du sous-theme dans lequel elle a été classée.

Notre systéme implémente cette méthode. La premiére étape consiste a regrouper les phrases
similaires, puis d'extraire une phrase par classe.

3.1 Regroupement de phrases

Cette section décrit la premiére partie de notre systeme : le regroupement de phrases. Nous
voulons un algorithme de classi cation exible, dans lequel nous pouvons aisément adapter
le critére de regroupemeritast global k-meanapparait approprié a cet effet : cet algorithme
prend en entrée une matrice de similarité ou de distance. Le modéle créé aprés avoir regroupé
les phrases peut étre utilisé non seulement a n d'extraire les phrases, mais également a des ns
d'ordonnancement des phrases. Ceci sera I'objet de futures publications.

3.1.1 Pré-traitements

Les documents en entrée subissent des pré-traitements avant d'étre traités par CBSEAS.
Nous présentons ici les différents pré-traitements réalisés.

Etiquetage morpho-syntaxique Les documents sont analysés morpho-syntaxiquement : I'éti-
quetage morpho-syntaxique est assuré par tree-tagRhimid, 1994). Cela permet de prendre

en compte les différents types morpho-syntaxiques pendant le calcul de la similarité entre
phrases.

Segmentation en phrases Certains auteurs choisissent de travailler sur des petites structures
textuelles plutot que sur des phrases complétes. lIs travaillent donc a I'extraction de groupes de
mots syntaxiquement liés, et divisent les phrases en propositions (Marcu, 1998). Extraire des
propositions plutét que des phrases pose le probléeme de l'identi cation de telles propositions
— bien que I'analyse syntaxique automatique ait récemment connu d'importants progrés — et de
leur indépendance. D'autres auteurs extraient des paragraphes entiers dans le but d'augmen-
ter la cohérence linguistique des résumés. Cependant, cela augmente le risque d'extraire des
phrases non pertinentes.

Nous avons donc fait le choix d'extraire des phrases entieres a n d'éviter de générer des
résumés agrammaticaux et d'extraire des phrases non pertinentes.

Spage web de tree-tagger : http://www.ims.uni-stuttgart.de/projekte/corplex/Tree Tagger/
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X
weight(mt) fsim (s1;s2)

mt
fsim (§1;s2) + gsim(sy;s2)

sim(s1;s2) = 3)
weight(mt)
mt
fsim (s1;s2) = tsim (n1; ny) tid (nl);md (n2) (4)
n12s1 N22sy
gsim(si;sz2) = card (N1 2 s1;Nn2 2 Sp) j tsim (ng;n2) < ) (5)

where mt are the morphological types, ands; the sentences, tsim the similarity between two terms
using WordNet and the JCn similarity measure Jiang et Conrath (1997)asihnilarity threshold.

Etiquetage en entités nommées L'étiquetage en entités nommées permet de raf ner le cal-

cul de similarité entre phrases. En effet, la reconnaissance de telles entités autorise la prise
en compte de groupes lexicaux complexes tels que « le Président George W. Bush » comme
une seule et méme entité lexicale. Un tel groupe doit en effet étre identi € comme une seule
entité nommée. Dans le calcul de similarité entre phrases, il sera donc considéré comme un
terme unique, et non comme quatre termes distincts. Les entités nommeées sont étiquetées par
le systéme ANNIE (Cunningham et al., 2002), développé pour l'architecture GATE.

3.1.2 Calcul de similarité entre phrases

Nous faisons I'hypothése que la similarité entre phrases doit prendre en compte le type de
documents que CBSEAS doit résumer, ainsi que le type de résumé demandé par I'utilisateur.
Par exemple, les caractéristiques qui déterminent si deux phrases sont similaires différent selon
que I'on cherche a générer un résumeé d'opinions ou un résumé d'analyse boursiere. Dans le
premier cas, les adjectifs, adverbes et verbes de sentiments sont discriminants ; dans le second
cas, les catégories discriminantes seront les devises, montants, et noms de compagnie, soit
majoritairement des entités nommées.

Nous voulons prendre en compte ce fait en utilisant une mesure de similarité paramé-
trable, qui peut étre aisément adaptée aux différentes taches auxquelles un systeme de résumé
automatique peut étre confronté. Nous voulons également prendre en compte les relations lin-
guistiques entre termese-g.la synonymie, I'hyperonymie. Nous utilisons pour cela la mesure
de similarité JCn (Jiang et Conrath, 1997) qui est fondée sur la distancesgnsetsians la
taxonomie de WordNet (Fellbaum, 1998). Les Equations 3, 4, 5 présentent cette mesure.

3.1.3 Algorithme de classi cation

Une fois la matrice de similarité calculée, CBSEAS regroupe automatiquement les phrases
similaires. Cette étape est réalisée en utilidast global k-meangLikas et al., 2001), une
variante incrémentale de l'algorithme des k-moyennes (MacQueen, F2&Tjlobal k-means
résoud le probléme du choix dé&scentres de classe initiaux posé par l'algorithme des k-
moyennes. L'incrémentalité dast global k-meante rend également intéressant dans le but
de générer des résumés de mise a jour. Bien que des méthodes de classi cation ascendante
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— pl: Chess legenBobby Fischer, who faces prison iBobby returns to theJnited States can only avoidieportation from
Japanif Iceland upgrades its granting eésidencyto full citizenship, alapanesdawmaker said Wednesday.

— p2:Fischer, 62, has been detainedJapanawaitingdeportation to theUnited States whereBobby is wanted for violating
economic sanctions against the former Yugoslavia by playing a highly publicized chess match there in 1992.

— p3:Fischer, 62, has been detainedJapanawaitingdeportation to theUnited States whereBobby is wanted for violating
economic sanctions against the former Yugoslavia by playing a highly publicized chess match there in 1992.

— p4: Butduring Thursday's meeting the committee said it was awaiting more documentiaipamto be suréBobby would
be let go if given citizenship ifceland.

— p5: Palsson sailischer, 62, would be informed of the vote Tuesday mornindapan, where he has been detained awaiting
deportation to théJnited Stateson a warrant for violating economic sanctions against the former Yugoslavia by playing a
chess match there in 1992.

— p6 :Iceland recently issuedFischer a special passport amesidencepermit to help resolve the standoff ov@obby's status.

— p7 :Iceland had previously serfischer a passport which showedsidencystatus but not full nationality, a document no
deemed suf cient to save him froateportation to theUnited States

— p8:lIceland had already agreed to issueesidents permit and special passportEischer, but that had not proved enough
for the Japaneseauthorities.

Source : données de TAC 2009, Tache « Résumé de mise a jour »

FiGc. 1 — Exemple d'une classe générée par CBSEAS

hiérarchique aient été testées (et n'ont pas égalé les performarfess glebal k-meansnous

avons jusqu'a présent fourni une part plus importante de travail sur la question du critére de
regroupement, donc de la similarité entre phrases (Bossard et Guimier De Neef, 2011). Celle-
ci a en effet des conséquences non seulement sur la qualité du regroupement, mais également
sur la sélection des phrase$ Section 3.2.1).

Fast global k-meansrée d'abord une classe qui contient tous les éléments a classi er. A
chaque itération, l'algorithme ajoute une nouvelle classe dont le centre est I'élément le moins
représentatif de sa classe. Chaque élément est alors placé dans la classe dont il est le plus
proche du centre, et le centre de chaque classe est recalculé. L'algorithme s'arréte lorsque le
nombre de classes demandé par l'utilisateur est atteint.

La Figure 1 présente une classe générée par CBSEAS. Les mots partagés par au moins la
moitié des phrases de cette classe sont en gras a n d'identi er les raisons de ce regroupement.

3.2 Sélection de phrases

Aprés avoir regroupé les phrases, CBSEAS extrait une phrase par classe. Rappelons que les
phrases ainsi extraites doivent minimiser la redondance, et ainsi produire un résumé avec une
bonne diversité informationnelle. Le critére d'extraction est aussi important que le regroupe-
ment de phrases. En effet, la méthode utilisée pour déterminer les phrases a extraire in uence
la centralité du résumé. Nous présentons ici les trois critéres utilisés par CBSEAS pour ex-
traire les phrases : centralités globale et locale, et longueur des phrases. Le score nal d'une
phrase est la somme pondérée de ces trois scores. Les poids sont xés a I'aide d'un algorithme
génétique, détaillé dans (Bossard et Rodrigues, 2011).

3.2.1 Centralité locale

La centralité locale est la pertinence d'une phrase vis-a-vis du contenu de sa classe (ou
sous-theme). Nous voulons que les phrases extraites re etent au mieux les informations de
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Liste des informations atomiques (Al) véhiculées par les phrases en Fig. 1 :
Information Poids
Fischer faces deportation 5
Ficher chess player

Iceland issued Fischer a resident permit

Fischer violated economic sanctions against Yugoslavia
Iceland issued Fischer a passport

Fischer is 62

Fischer has been detained in Japan

Fischer faces prison

Fischer could avoid deportation

Iceland special passport can not avoid him deportation 1
Iceland wants to be sure Fischer would be let go if given citizenship 1

p2, p3 et p5 sont les phrases véhiculant le plus d'informations centrales :
Phrase pl | p2 | p3 | p4 | p5| p6 | p7 | p8
Somme des poids deAl 1521|211 |21 7 8 7

Similarités entre les phrases :
pl p2 p3 p4 p5 p6 p7 p8 | somme
pl| 1.0 | .171| .171| .156 | .150 1 133 | .133 | 2.014
p2 | .171| 1.0 1.0 | .091 | .821 | .031 | .094 | .064 | 3.272
p3 | .171| 1.0 1.0 | .091| .821 | .031 | .094 | .064 | 3.272
p4 | .156 | .091| .091 | 1.0 | .083 | .075 | .069 | .077 | 1.642
p5| .15 | .821| .821 | .083 | 1.0 | .027 | .108 | .055 | 3.065
p6 A 031 031 | 075 | .027 | 1.0 | .167 | .315| 1.746
p7 | .133 | .094 | .094 | .069 | .108 | .167 | 1.0 | .115 1.78
p8 | .133 | .064 | .053 | .077 | .055 | .315| .115| 1.0 1.812

Scores de centralité locale tels que dé nis en Section 3.2.1 :
Phrase | p1 p2 | p3 p4 p5 p6 p7 p8
Score | .171 | 1.0 | 1.0 | .091 | .821 | .031 | .094 | .064

PR W w ww S

FiG. 2 — lllustration du concept de centralité locale

leur classe. L'idée derriere la centralité locale est la suivante : les phrases d'une Classe
expriment un ensemble d'informations atomiqéés La phrase la plus centrale @eest celle

qui contient les informations les plus importantesAde Nous travaillons selon I'hypothése

gue la redondance d'une information est corrélée a son importance. La phrase qui maximise
la somme des similarités aux autres phraBgsy , est la phrase la plus centrale. Elle recoit

un score de centralité égal a 1. Les autres phrases recoivent un score égale a leur similarité a
Pmax - La Figure 2 illustre ce calcul.

3.2.2 Centralité globale

Le probleme majeur d'une extraction de phrases fondée exclusivement sur la mesure de la
centralité locale est la non prise en compte du contenu global des documents ou d'une éven-
tuelle requéte utilisateur. Pour générer des résumés précis qui répondent au besoin informa-
tionnel exprimé par un utilisateur, ou qui sont centrés sur les themes principaux des documents
a résumer, nous devons ajouter la mesure de la centralité globale a celle de la centralité locale.
Pour cela, nous identi ons deux cas :



A. Bossard

— l'utilisateur a une requéte, le résumé doit donc étre en rapport avec celle-ci;

— l'utilisateur n'a pas de requéte, le résumé doit donc étre pertinent vis-a-vis du contenu

global des documents.

Dans le premier cas, nous utilisons la similarité a la requéte comme score de centralité
globale. Celui-ci est calculé de la méme maniére que la similarité entre phrases, présentée en
Section 3.1.2. Dans le second cas, nous utilisons le score centroide, tel que dé ni dans (Radev
et al., 2002).

3.2.3 Longueur des phrases

Lalongueur des résumés est souvent limitée a un certain nombre de mots. Pour cette raison,
nous avons choisi de donner un score a chaque phrase, en fonction de leur longueur, dans le
but de pénaliser les phrases trop petites ou trop longues. La fonction de ce score est présentée
en Equation 6.

1

= e(jlongueur (phrase ) longueur gemandee )

(6)

Scoraongueur

4 Geénérer des résumés de mise a jour

Avec le développement des sites de news en ligne, la détection et le résumé de la nouveauté
est devenue une problématique de recherche importante. En effet, les utilisateurs qui suivent
un sujet ne veulent pas avoir a lire tout nouvel article publié, mais uniquement les informations
dont ils n'ont pas déja pris connaissance. Le résumé de mise a jour répond a des besoins
importants pour l'accés au contenu. De plus , les systémes de résumé automatique « standard »
générent des synthéses qui véhiculent un contenu informationnel qualitativement correct. La
recherche peut donc se concentrer sur des taches plus complexes, telles que celles récemment
proposées par les campagnes d'évaluation DUC et TAC : résumé d'opinions, résumé de mise
a jour (ou de nouveauté), ou réesumé thématique. Dans cette section, nous présentons notre
méthode pour gérer le résumé de mise a jour.

4.1 Intuitions

CBSEAS - Clustering-Based Sentence Extractor for Automatic Summarization — regroupe
automatiquement les phrases les plus similaires. En d'autres termes, il crée différentes classes
pour des phrases distantes sémantiquement. Notre méthode de classi cation peut aussi étre
utilisée pour classer les phrases en deux groupes :

— celles qui véhiculent des informations connues ;

— celles qui véhiculent des informations nouvelles.

Nous partons donc de I'hypothése que les phrases des nouveaux documents qui véhiculent
des informations anciennes partagent le méme vocabulaire (étendu grace a la similarité JCn)
gue les phrases que I'utilisateur a déja lues.

La principale faiblesse d'une telle méthode est le manque de traitements linguistiques dé-
diés. Par exemple, la phragéfter hemming and hawing and bobbing and weaving, the board
of directors of Fanni Mae nally jettisoned Franklin D. Raines, the mortgage nance giant's
former executive, and Timothy Howard, its former chief nancial of ceissue du corpus
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AQUAINT-24 est aisément identi able comme une phrase porteuse de nouveauté du fait du
temps employé et de I'emploi de rally ». Dans le cas spéci que des dépéches de presse,
cela signi e que l'information vient tout juste de paraitre. Cependant, si l'utilisation d'indices
linguistiques peut aider a détecter les phrases porteuses de nouveauté, cela limite également la
méthode a un langage et un domaine uniques.

De plus, CBSEAS a démontré son ef cacité a regrouper des phrases sémantiquement
proches et a différencier les phrases éloignées. En effet, CBSEAS s'est classé a la troisieme
place tous systémes confondus pour la gestion de la redondance dans les résumés sur la tadche
« Résumé d'opinions » de TAC 2008 Bossard et al. (2008). C'est une raison supplémentaire
pour utiliser notre méthode de regroupement a n de détecter les phrases porteuses de nou-
veauteé.

4.2 Algorithme de mise a jour

Avant de tenter d'identi er les phrases porteuses de nouveauté, nous devons modéliser
les informations que l'utilisateur a déja lues. Nous pouvons alors confronter les nouveaux
documents a ce modeéle an de déterminer si les phrases de ces documents véhiculent des
informations nouvelles. La premiére étape de notre algorithme consiste donc a classi er les
phrases issues des documents déja lus — que nous appglenenk, classes, comme décrit
en Section 3.1.3.

Le modele ainsi calculé M, — est alors utilisé pour la seconde étape de notre algorithme,
qui consiste a déterminer si une phrase des nouveaux documBnis—doit étre regroupée
avec les phrases d2, a compléter, ou créer une nouvelle classe qui ne contiendra que des
phrases porteuses de nouvea&tist global k-meansmoyennant quelques adaptations, peut
étre utilisé pour confronter des éléments a un modéle précédemment établi dans le but de
déterminer si ces éléments peuvent intégrer ce modéle. Nous décrivons ici la partie de notre
algorithme dédiée a la détection de nouveauté.

Premiérement, les similarités entre les phraseb gleet les centres de classe Big ainsi
qu'entre toutes les phrases Bgy sont calculées. Alors, les phrases@lg a compléter sont
ajoutées M, etfast global k-meanest relancé a partir de ka®™¢itération avec les contraintes
suivantes :

— Les phrases dB, ne peuvent pas étre déplacées vers un autre cluster, ceci an de
préserver le model®l, qui encode les anciennes informations. Cela évite également de
perturber la portée sémantique des nouvelles classes, qui sont porteuses de nouveauté.

— Les centres de classe Mg ne sont pas recalculés ; étant donné que la portée séman-
tique d'une classe dépend directement de son centre, cela évite de modi er la portée
sémantique des classesie par ajout de nouveaux éléments issude

Le principal défaut de cet algorithme, qui est détaillé dans la Figure 3 est le choix de
ki — le nombre de classes dé&, — et celui deky — le nombre de classes dé¢y. Nous
avons décidé empiriqguement de xky au nombre de phrases désiré pour le résumé de mise
a jour, etk; a ,f—'u ky, ou P, et Py sont respectivement les phrasesie et Dy. Pour
notre participation a la tache « Résumé de mise a jour » de TAC 2009, nous avons utilisé un
algorithme génétique entrainé sur les données de TAC 2008 a n de décider des meilleures

4Le corpus AQUAINT-2 est un sous-ensemble de la troisiéme édition du corpus anglais LDC Gigaword composé
de nouveaux articles issus de différentes agences de presse.
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FiG. 3 — Algorithme de détection de la mise a jour
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valeurs pour ces variables. Aucune de ces solutions n'est idéale, puisqu'elles nécessitent qu'il

existe au moinky nouvelles informations véhiculées par au mdkgs phrases différentes.

D'autres solutions peuvent étre envisagées, comme déterminer si ajouter des classes de mise
a jour améliore ou détériore la qualité de la classi cation, en utilisant un indice de validité

(Davies et Bouldin, 1979; Calinski et Harabasz, 1974; Beale, 1969).

Une fois les classes peuplées, le résumé de mise a jour est généré en extrayant une phrase

par classe de mise a jour, comme décrit en Section 3.2.
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5 Evaluation : Participation a TAC

Nous avons évalué notre travail sur la tache de « Résumé de mise a jour » de la campagne
d'évaluation TAC 2009, organisée par le NFSNous présentons en détails la tAche, les diffé-
rentes méthodes d'évaluation, et les résultats obtenus par notre systéeme de résumé de mise a
jour.

5.1 Description détaillée de la tache

Les participants a la tache de « Résumé de mise a jour » de la campagne d'évaluation de
TAC 2009 devaient produire deux types différents de résumé : les résumés « standard » et les
«résumés de mise a jour », tous deux guidés par une requéte.

Latache consiste en 44 sujets qui comportent chacun un titre (court), une requéte, ainsi que
deux jeux de documents : les documents initiaux et les documents de mise a jour. Les systémes
doivent générer deux résumés pour chacun des sujets : un résumé « standard » qui synthétise
I'information des documents de mise a jour. Ce dernier résumé doit étre produit en tenant
compte du fait que son lecteur a déja pris connaissance du contenu des documents initiaux.
Les résumés sont limités a une longueur de 100 mots, quelle que soit la taille des documents
d'origine.

Chaque jeu de documents comprend dix documents extraits du corpus ACQUALNIT-2 (
Section 4.1). Ces documents sont des dépéches de presse en anglais issues de différentes
sources : AFP, NYT, APW, LTW, et Xinhua.

Les requétes sont en langue anglaise et peuvent étre complexes. Si la requéte associée au
Sujet D0848, présenté dans la Figure 4 est simple, ce n'est pas le cas de toutes, comme celle
du sujet D0902 : «Describe the debate over use of emergency contraceptives, also called the
morning-after pill, and whether or not it should be available without a prescription

5.2 Méthodes d'évaluation

Le NIST a utilisé trois méthodes différentes a n d'évaluer les résumés des participants.
Les résumés sont évalués parpleckaged'évaluation ROUGE Lin (2004). Les métriques
ROUGE sont fondées sur les co-occurrences de n-grammes entre des résumés de référence et
les résumés a évaluer. Leur principal avantage réside dans leur fonctionnement entierement au-
tomatique. ROUGE peut donc étre utilisé pour des expérimentations en dehors des campagnes
d'évaluation. Cependant, I'évaluation de résumés ne peut pas étre limitée a des comparaisons
de séquences de n-grammes. NIST a donc choisi d'utiliser des méthodes d'évaluation plus
précises mais non automatiques.

La seconde méthode utilisée par le NIST est la méthode Pyramide, décrite en détails dans
(Nenkova et al., 2007). Les auteurs dé nissent la notion de SGlimmarization Content
Unit — une information qui apparait dans les résumés. La méthode Pyramide consiste a extraire
une liste de SCUs depuis les résumés de référence. Ces SCUs sont alors classés selon leur
nombre d'occurrences. Selon les auteurs, ce classement peut étre vu comme une pyramide ou
les informations les plus importantes sont au sommet et les moins importantes a la base. Les

5NIST : National Institute of Standards and Technology
SROUGE : Recall-Oriented Understudy for Gisting Evaluation
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Sujet D0848 : Airbus A380 Describe developments in the production and launch of the Airbus A380
Documents initiaux

16/01/2005| AFP | The Airbus A380 : from drawing board to runway-ready in a decade

16/01/2005| AFP | A380 'superjumbo’ will be pro table from 2008 : Airbus chief

16/01/2005| APW | Airbus prepares to unveil 1380 « superjumbo », world's biggest passenger jet

17/01/2005| LTW | Can Airports Accomodate the Giant Airbus A380 ?

19/01/2005| AFP | After fanfare, Airbus A380 now must prove it can y

25/01/2005| AFP | Airbus mulls boosting A380 production capacity

10/04/2005| AFP | While US government moans, airports ready for Airbus giant

27/04/2005| AFP | Paris airport neighbors complain about noise from giant Airbus A380

27/04/2005| NYT | Giant Airbus 380 makes maiden ight

04/05/2005| AFP | Airbus A380 takes off on second test ight

Documents de mise a jour

01/06/2005| AFP | Airbus announces delay in delivering new superjumbo A380

03/06/2005| AFP | German wing of Airbus denies superjumbo A380 parts delay

05/10/2005| AFP | US aviation of cials to study A380 turbulence

15/10/2005| AFP | Airbus says it cannot meet demand for A380 superjumbo

18/10/2005| APW | Second Airbus A380 makes maiden ight

13/11/2005| APW | Airbus executive says company will pay millions in compensation for late A380deliveries

17/02/2006 | APW | Airbus sees no delay to A380 after wing ruptured during test

22/02/2006 | AFP | Airbus con dent of A380 certi cation

26/03/2006| APW | 33 people injured in evacuation frill for A380 super-jumbo

29/03/2006| APW | Airbus A380 superjumbo passes emergency evacuation test

FiG. 4 — Exemple d'un sujet issu de la tAche « Résumé de mise a jour » de TAC 2009.

résumés sont nalement évalués en extrayant les SCUs qu'ils contiennent et en les comparant
a la pyramide.

L'évaluation Pyramide prend en compte la qualité linguistique des résumés : si une phrase
est agrammaticale, elle ne véhicule aucun ou peu de SCUs. Cependant, cette méthode d'éva-
luation ne prend pas en compte la cohérence globale du résumé. C'est la raison pour laquelle
le NIST a introduit des mesures d'évaluation entierement manuelles. Elles sont décrites dans
(Dang et Owczarzak, 2009). Ces mesures manuelles évaluent la « performance généeale » (
rall responsiveness sicet la lisibilité. La performance générale mesure la qualité linguistique,
et a quel point un résumé répond aux besoins informationnels. Le score de lisibilité re éte la
grammaticalité, la non-redondance, la clarté référentiellf@des la structure et la cohérence.

La performance générale et la lisibilité ont été évaluées sur une grille & cinq points :

. trés bon
:bon

: acceptable

: mauvais

: trés mauvais.

|
P NWRrO

Il aurait été intéressant de disposer d'une évaluation des différents critéres sur lesquels le
score de lisibilité est fondé, comme c'était le cas pour la taiche « Résumé d'opinion » de TAC
2008. Cela nous aurait permis de mieux analyser les résultats de notre systéme.
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5.3 Baselines

Le NIST a fourni troisbaselinespour la tache « Résumé de mise a jour » de TAC 2009.

La premiere (notéBaselinel dans les résultats) est le résultat de I'extraction des premieres
phrases dans le document le plus récent, jusqu'a ce que la limite de 100 mots soit atteinte. Cette
baselinefournit une limite inférieure de la qualité que doit atteindre un systéme de résumé
automatique plus probante que la sélection aléatoire de phrases.

La secondébaseline(Baseline 2) est générée en ré-ordonnant aléatoirement les phrases
d'un résumé de référence. Cela donne un apercu de l'impact d'un mauvais ordonnancement
des phrases sur la qualité linguistique et la performance générale des résumés.

La troisiemebaseling(Baseline 3) est constituée de phrases complétes extraites manuelle-
ment. La méthode d'extraction est détaillée dans (Genest et al., 2009). L'idée sous-jacente a
cettebaselineest d'évaluer la limite suéprieure de ce que peut générer un systéeme de résumé
automatique, tant du point de vue du contenu que de la qualité linguistique.

5.4 Reésultats et discussion

Dans cette section, nous présentons les résultats de notre systéme, les comparons a ceux
des autres participants et les discutons.

La Figure 6 présente les résultats des évaluations Pyramide et Performance générale pour
tous les participants. Notre systeme se classe parmi le premier tiers des participants pour les
résumeés initiaux, et dans les dix meilleurs systemes pour les résumés de mise a jour. Le score
Performance générale n'est pas aussi bon. Cela est di a la mauvaise qualité linguistique des
résumés générés par notre systeme. En effet, CBSEAS n'applique aucun des post-traitements
communément appliqués, qui pourraient améliorer la cohérence des résumés. La Figure 8 pré-
sente les deux résumés générés par CBSEAS pour le Sujet D0911. La derniére phrase est
coupée. Cela est di a la limite de 100 mots imposée par la tache. CBSEAS ne retire pas auto-
matiqguement la phrase qui dépasse cette limite. Cela a également un effet négatif sur le score
de Qualité linguistique.

FiG. 5 — Performance générale et score linguistique des systemes de TAC 2009

La Figure 7 présente les différents scores obtenus par CBSEAS, et sa position vis-a-vis
des autres systemes. La qualité linguistique apparait comme le véritable point faible de notre
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FIG. 6 — Résultats de la tAche « Résumé et Mise a jour » de TAC 2009 : scores Pyramide et
Performance générale

systeme. Cependant, cette vue témoigne de I'ef cacité de notre stratégie de gestion de la mise
a jour. Cing systemes sur les quinze qui devancent CBSEAS pour le score Pyramide des résu-
més initiaux sont moins bien classés que notre systeme pour le score Pyramide des résumés de
mise a jour. Les résumés de mise a jour obtiennent en moyenne des scores Pyramide 21.5%
inférieurs a ceux des résumés initiaux. Notre systéeme perd « seulement » 13.5% en score Py-
ramide — qui évalue le contenu informationnel. D'une maniére générale, il a été noté que le
résumé de mise a jour est une tache délicate, et I'on peut constater que les systémes produisent
des résumeés initiaux de meilleure qualité que les résumés de mise a jour.

L'évaluation proposée n'est pas compléte : les résumés initiaux et de mise a jour sont
évalués indépendamment les uns des autres. L'évaluation des résumés de mise a jour aurait pu
étre poussée plus avant, en évaluant notamment la présence de SCUs dans les résumés de mise
a jour qui sont présents dans les documents initiaux. La redondance entre les résumés de mise
a jour et le contenu déja connu de l'utilisation n'est en effet pas évaluée.

Le score linguistique de IBaseline 2 présenté en Figure 5, est intéressant : égal a 5.68,

il est dépassé par deux systemes automatiques. Les meilleurs systémes atteignent des scores
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Scores moyens des résumeés initiaux et de mise a jour
ROUGE-2 | ROUGE-SU4| Pyr. Ling. | Perf. gén.

Class. de CBSEAS 9/53 10/53 11/53 | 31/53 | 18/53
Score de CBSEAS| 0.0919 0.1305 0.28 | 4.67 | 4.18
Meilleur score 0.0273 0.0583 0.06 | 3.40 | 2.34
Moins bon score 0.1127 0.1452 0.34 | 5.78 | 4.99
Score moyen 0.0786 0.1168 0.226 | 4.751 | 3.922

Résumés initiaux
ROUGE-2 | ROUGE-SU4| Pyr. Ling. | Perf. gén.

Class. de CBSEAS 8/53 8/53 15/53 | 35/53 | 19/53
Score de CBSEAS| 0.1027 0.1338 0.3 491 | 4.3
Moins bon score 0.0282 0.0591 0.06 | 3.43 | 2.46
Meilleur score 0.1216 0.1510 0.38 | 593 | 5.16
Score moyen 0.0853 0.1214 0.252 | 4.762 | 4.075

Résumés de mise a jour
ROUGE-2 | ROUGE-SU4| Pyr. Ling. | Perf. gén.

Class. de CBSEAS 8/53 15/53 10/53 | 24/53 | 22/53
Score de CBSEAS| 0.0811 0.1223 0.26 | 475 | 3.98
Moins bon score 0.0264 0.0576 0.05 3.36 2.23
Meilleur score 0.1039 0.1395 0.31 | 5.89 | 5.02
Score moyen 0.0719 0.1122 0.198 | 4.742 | 3.769

FIG. 7 — Résultats numériques détaillés de la tAche « Résumé et mise a jour » de TAC 2009

équivalents a l8aseline3 — constituée de phrases extraites manuellement — pour ce qui est
de sélectionner les informations les plus importantes (score Pyramide). Cependant, ces sys-
temes sont toujours loin derriére cettaseling(cf Figure 5) pour la qualité linguistique et la
performance générale. Cela prouve l'impact du réordonnancement de phrases sur la qualité lin-
guistique, mais également sur la satisfaction d'un utilisateur vis-a-vis d'un résumé, exprimée
par le score de performance générale.

La campagne d'évaluation TAC 2009 a montré que notre systéme est compétitif pour géné-
rer des résumés au contenu informationnel important, mais ne produit pas des résumés d'une
qualité linguistique a la hauteur de leur contenu. CBSEAS arrive en effet a 83.3 % du score
Pyramide de lI8Baseline 3- qui fournit le maximum de ce que pourrait réaliser un systeme de
résumé automatique. La gestion de la mise a jour est trés satisfaisante, puisque CBSEAS se
classe encore mieux sur cette tache que sur la tdche de résumé « standard ».

6 Conclusion

Dans cet article, nous avons présenté CBSEAS, un systeme générique de résumé automa-
tigue multi-documents, et un nouvel algorithme dédié a la gestion des résumés de mise a jour —
ou de nouveauté. Notre systéme a obtenu des résultats compétitifs pendant la campagne d'éva-
luation TAC 2009. Les résultats comparés des résumés « standard » et des « résumés de mise
a jour » montrent que notre stratégie de gestion de la mise a jour est ef cace. Cependant, elle
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pourrait étre améliorée en Itrant en amont de notre méthode, les phrases des docume

nts de

mise a jour en utilisant une méthode telle que celle décrite dans Varma et al. (2009), fondée sur

le facteur de nouveauté des mots. Les résultats mettent aussi en avant la qualité de lam

éthode

de sélection des phrases par CBSEAS. Cependant, notre systéme manque de post-traitements,
ce qui in ue négativement sur la satisfaction générale des utilisateurs. Si le réordonnancement
de phrases semble étre particulierement in uent sur la compréhension du résumé par un utili-
sateur, l'impact d'autres post-traitements tels que la compression de phrases ou la résolution

d'anaphores devraient étre évalué dans des travaux a venir.

D0911 Bobby Fischer : résumé initial

Describe efforts to secure asylum in Iceland for chess legend Bobby Fischer.

Chess legend Bobby Fischer was on Monday granted citizenship by the parliament of Iq
a move which could allow him to avoid deportation from Japan to the United States whg¢
is wanted for violating sanctions against the former Yugoslavia.

Chess legent Bobby Fischer, who faces prison if he returns to the United States, can onl
deportation from Japan if Iceland upgrades its granting of residency to full citizenship.
Iceland's parliament voted Monday to grant citizenship to fugitive U.S. chess star Bobt
scher.

Lawmakers in Iceland are likely to grant citizenship to mercurial chess genius Bobby Fi
a

Score Pyramide : 0.622  Score linguistique : 6

D0911 Bobby Fischer : résumé de mise a jour

Describe efforts to secure asylum in Iceland for chess legend Bobby Fischer.

Iceland said Wednesday it hoped to give detained chess legend Bobby Fischer a pass
fore the weekend after granting him citizenship in a move that could allow him to avoid
prison term.

An Icelandic supporter of Bobby Fischer said Tuesday he had paid a registration fee that
allow the American chess legend to settle in Iceland.

Chess legend Bobby Fischer could leave his Japanese detention cell by the weekend,
porters said Tuesday, a day after Iceland's parliament voted to grant him citizenship.
Japan said Tuesday it may let detained chess legend Bobby Fischer leave for Iceland,
Score Pyramide : 0.345  Score linguistique : 5

FIG. 8 — Exemple d'un couple de résumés générés par CBSEAS.
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Summary

In this article, we present a summarization system dedicated to update summarization. We
rst present the method on which this system is based, CBSEAS, and its adaptation to the
update summarization task. Generating update summaries is a far more complicated task than
generating “standard” summaries, and needs a speci ¢ evaluation. We describe TAC 2009
“Update Task”, which we used in order to evaluate our system. This international evalua-
tion campaign allowed us to confront CBSEAS to others automatic summarization systems.
Finally, we show and discuss the interesting results obtained by our system.
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Résumé. En réponse aux problémes posés par la complexité croissante des ré-
seaux et des attaques informatiques, la détection d'intrusions constitue un do-
maine motivant qui a attiré I'attention des chercheurs. En effet, la technique de
clustering a été considérée comme une méthode tres utile pour la détection des
anomalies. Dans ce papier, nous introduisons un nouvel algorithme qui combine
le clustering basé sur la densitéKetMEANS, visant a résoudre les lacunes de
chacun d'eux. Les résultats des expériences montrent que notre algorithme offre
une méthode ef cace pour la détection d'intrusions avec un taux de détection
élevés et un taux de faux positif faible.

1 Introduction

Le revers de la médaille de I'ouverture de I'entreprise sur Internet réside dans une éven-
tuelle vulnérabilité face au nombre croissant d'intrusions. Par exemple, une étude récente du
National Institute of Standards and Technology a montré que les dommages, pour les com-
pagnies américaines, étaient estimés a plus de 59,6 millions de dollars par an. Pour pallier
ce probléme, la mise en place d'une politique de sécurité autour de ces systémes est donc
primordiale a n d'aboutir & un Systéme de Détection d'Intrusions (SDI)s ef cace et robuste.

En effet, la détection d'intrusions consiste a analyser les informations collectées a n de re-
chercher d'éventuelles attaques. Ainsi, les SDIs sont des outils qui automatisent les proces-
sus de surveillance des événements systéme et d'analyse du tra c réseau a n de détecter des
comportements malveillants (Denning, 1987). lls peuvent étre classés en deux grandes caté-
gories (Denning, 1987) les systémes de détection d'anomakeses systemes de détection
d'abus

Le principe des approches de détection d'abus consiste a appliquer des techniques d'ap-
prentissage sur des attaques connues de maniére a en dé nir leurs sigh&nseste, a l'aide
d'expressions réguliéres ou de correspondance de motifs ces derniéres sont utilisées pour re-
connaitre les attaques. Si ces approches sont ef caces pour reconnaitre les attaques connues,
elles sont malheureusement mises en défaut lorsque de nouvelles attaques interviennent. D'un
autre c6té, les systémes de détection d'anomalies s'intéressent a I'analyse des comportements

1L a signature est dé nie comme une suite des étapes observables d'une attaque.
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normaux et cherchent a les caractériser. lls considérent ainsi qu'une intrusion correspond a un
comportement qui dévie de la norme.

Dans le cadre de la détection des anomalies, la technique basée sur le clustering a été
considérée comme la plus importante technique d'apprentissage non supervisée consacrée a
la découverte des nouvelles attaques (Portnoy et al., 2001; Bloedorn et al., 2001; Guan et al.,
2003; Oh et Lee, 2003; Chan et al., 2005; Minz et al., 2007). En effet, le clustering (regroupe-
ment) est une méthode de classi cation nhon-supervisée des éléments selon leur ressemblance.
Contrairement & la classi cation, il n'y a pas de connaissances a priori sur les classes dans les-
quelles nous regroupons les éléments. La séparation des instances dans les différents groupes
s'effectue en se basant sur le calcul de similarité entre les éléments (Yunling, 2004). Typi-
quement, plusieurs méthodes de clustering ont été mis en exergue, demluastering par
partitionnementle clustering basé sur la densjtétc (Yunling, 2004).

ParticulierementiK-MEANS (MacQueen, 1967) est la méthode par partitionnement la plus
populaire utilisée dans les applications scienti ques et industrielles de clustering. Cependant,
cette technique souffre de quelques lacunes, spécialement lors du traitement des données du
tra c réseau. En effet, la performance HeMEANS et son ef cacité comme méthode de dé-
tection des anomalies dépend de la sélection aléatoire du nombre des groupes initiaux. Par
conséquence, un "mauvais choix" de ce nombre diminuera la détection de vraies anomalies et
augmentera la génération de fausses alarmes. Une partition optimale peut étre obtenue a condi-
tion d'énumérer d'une fagon exhaustive toutes les partitions possibles, ce qui est prohibitif du
point de vue temps de calcul (Guan et al., 2003).

Par ailleurs, la méthode de clustering basé sur la densité résout le probléme de la dépen-
dance du choix aléatoire du nombre des groupes initiaux. Comme exemple, nous citons l'al-
gorithmeDBSCAN (Ester et al., 1996), qui permet le partitionnement des groupes en régions
denses séparées par des régions qui le sont moias-(, données isolées). Néanmoins, la
méthode basée sur la densité a une grande in uence sur la capacité de détection. Elle engendre
des partitions sous-optimales et considére beaucoup d'instances comme désBanitonsé-
quent, ces probléemes augmentent le taux des faux positifs et diminuent le taux de détection de
vraies intrusions (Zhao et al., 2008).

Dans cet article, nous examinons une autre facon de détection des intrusions en se ba-
sant surK-MEANS. Ainsi, nous introduisons un algorithme, nomm® -CLusT (Anomaly
Detection-based Clusteringvisant la diminution de génération des faux positifs et I'augmen-
tation de détection de vraies intrusiod® -CLUST combineK-MEANS et le clustering basé
sur la densité a n de pro ter des avantages de chacun.

Le reste de l'article est organisé comme suit. Dans la section 2, nous passons en revue
les travaux antérieurs. Nous introduisons l'idée générale de notre approche dans la section 3.
Nous présentons l'algorithm&D -CLUST dans la section 4. Les résultats des expérimentations
montrant I'utilité de l'approche proposée sont présentés dans la section 5. La conclusion et les
travaux futurs font I'instance de la section 6.

2Une instance est bruitée si elle n‘appartient & aucun groupe.
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2 Deétection d'intrusions basée sur le clustering

L'objectif des techniques du clustering est de grouper des éléments proches dans un méme
groupe de maniére a ce que deux données d'un méme groupe soient le plus similaires possible
et que deux éléments de deux groupes différents soient le plus dissemblables possible (Yunling,
2004).

Pour détecter des intrusions de types connues et nouvelles, Portnoy et al. (2001) proposent
un algorithme de clustering basé sur une versiongiegle-linkagé. En effet, I'algorithme
commence par la création d'un certain nombre de groupes vides. Ensuite, il calcule la dis-
tance entre les centres des groupes et chaque nouvelle instance. Le groupe ayant la plus courte
distance sera sélectionné. Si cette plus courte distance est inférieure a un parameétre indiquant
la largeur des groupes, alors l'instance est affectée au groupe sélectionné. Sinon, un nouveau
groupe est créé avec cette instance comme un centre. En n, toutes les instances seront réaffec-
tées aux centres des groupes mis a jour. Bien que l'algorithme de Portnoy et al. (2001) résout le
probléme de la dépendance du nombre des centres de groupe initiaux, il exige une dépendance
de leurs largeur. De plus, avec une valeur incorrecte de la largeur des groupes, l'algorithme
peut classi er quelques intrusions comme normaux et quelques normaux comme anormaux.

Dans (Sequeira et Zaki, 2002) les auteurs ont développé un SDI basé sur le clustering dy-
namique ou le nombre de groupes est déterminé pendant le clustering. Le systeme développé,
nomméADMIT (Anomaly-based Data Mining for InTrusionéSequeira et Zaki, 2002), per-
met de distinguer les utilisateurs réels d'un systeme Unix et les masqueraders (qui essaient
d'abuser le systeme en utilisant le compte d'un utilisateur réel). Un pro | est créé pour chaque
utilisateur du systeme selon les séquences de commandes utilisées sur la console. En faisant le
clustering dynamique sur les séquences de commandes, on crée des groupes de commandes.
Ces groupes sont raf nés a cause du bruit dans les données. Dans la phase d'évaluation, une
comparaison de la similarité entre les séquences de commandes et les centres des clusters déter-
mine si la séquence de commandes appartient a I'utilisateur réel ou a un masqUdDAdET.
permet de trouver les intrusions sur un hote particulier, mais il ne détecte pas les intrusions au
niveau du réseau.

De méme, pour détecter les anomalies au niveau des hétes, Oh et Lee (2003) proposent
un algorithme de clustering basé sur l'idée du DBSCANgnsity-Based Spatial Clustering
of Applications with Noige(Ester et al., 1996). L'algorithme permet d'analyser I'ensemble de
transactions dans un jeu de données d'audit et de les séparer en régions fréquentes et autres
infréquentes. Il permet de déterminer la valeur optimale des paramétres de clustering a n de
regrouper correctement les transactions d'un utilisateur. Par conséquent, les groupes résultants
représentent les régions fréquentes des transactions et ils permettent de capturer le compor-
tement normal d'un utilisateur plus précisément. Une anomalie est détectée en comparant la
nouvelle transaction au pro | normal obtenu. En n, les aspects divers du comportement normal
d'un utilisateur peuvent étre analysés séparément.

Chan et al. (2005) cherchent des outliériis appliquent I'algorithme dek-Plus Proches
voisins(K-Nearest Neighbor&-NN) sur des logs de connexion. Les outliers trouvés repré-
sentent des intrusions. lls notent que les attaques sont retrouvées dans les groupes ayant une
densité élevée ou basse statistiquement. C'est pourquoi ils ont orienté le clustering selon la
densité et la distance des groupes en méme temps.

Sl'outlier est une instance trés éloignée du reste des données.
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A n de détecter les nouvelles attaques, Chandola et al. (2006) appliquent un algorithme
du facteur local d'éloignement.¢cal Outlier Factor LOF) (Breunig et al., 2000). L'algo-
rithme LOF permet d'assigner a chaque instance un degré (un score) d'éloignement par apport
a ses voisins en fonction de la densité locale de ceux-ci. Cependant, I'approche de Chandola
et al. (2006) présente deux importantes lacun&€sprémierement, la sensibilité au choix du
parameétre qui spéci e le nombre minimal d'instances dans le voisinage local) de(xie-
mement, leur approche n'est pas appropriée pour les données dimensionnelles avec un nombre
élevé de dimensions comme les données du tra ¢ réseau.

Miinz et al. (2007) introduisent une approche comparable a celle de Chandola et al. (2006).
Cependant, cette approche ne vise pas la classi cation des données comme normales ou anor-
males. Son objectif est d'identi er des intervalles de temps montrant les comportements anor-
maux dans le tra c réseau. Contrairement a Chandola et al. (2006) qui groupent les ux nor-
maux et anormaux dans un groupe unique avec l'algorithme LOF, Mlnz et al. (2007) supposent
que les ux normaux et anormaux forment des groupes différents. Ainsi, ils déploient I'algo-
rithme K-MEANS pour séparer les groupes normaux des autres anormaux. En n, les auteurs
utilisent une méthode basée sur la distance pour classi er les nouveaux comportements et dé-
tecter les outliers simultanément. Bien que l'algorithme de Minz et al. (2007) traite les ux
des données de réseau en temps réel, il souffre du probleme de dépendance du parametre qui
indique le nombre des centres des groupes initiaux.

En particulier, I'objectif principal des approches proposées, consacrées a la détection d'in-
trusions en se basant sur le clustering est la détection de nouvelles intrusions. Vue son impor-
tance, la détection des intrusions inconnues ne cesse de présenter une problématique faisant
linstance de plusieurs recherches. A cet égard, l'intérét principal de cet article est de proposer
un nouvel algorithme de détection des anomalies, apkRlIéCLUST. L'idée intuitive derriére
notre approche est d'adapter la méth&@®EANS et remédier a ses lacunes a n de I'appliquer
ef cacement dans le domaine de la détection d'intrusions.

3 AD-CLusT : Nouvel algorithme de détection des anoma-
lies

L'algorithme de classi cation non-supervisée, nom#ig -CLUST pro te de la simplicité
conceptuelle, la rapidité et les faibles exigences en taille mémoire de I'algorkhRmEANS.
De méme, il pro te des avantages de clustering basé sur la déepié€ialement le partition-
nement automatique des groupesinsi, il combine les avantages #e MEANS avec ceux de
clustering basé sur la densité a n d'aboutir a un algorithme de détection des anomalies plus
ef cace. Cette combinaison permet la diminution de génération des faux positifs et I'augmen-
tation de détection de vraies intrusions.

Les étapes de notre algorithmA® -CLUST peuvent étre récapitulées comme suit :

1. Extraction des groupes basés sur la densité a n de déterminer les centres de groupe
initiaux candidats;

2. Calcul de la distance entre le centre d'un groupe candidat et l'instance qui sera affectée
au groupe le plus proche avec une distance minimale. Ainsi, nous obtenons des nouveaux
groupes dont les instances sont plus similaires ;
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3. Si le nombre des groupes ainsi obtenus est supérieur au nombre des groupes attendu,
alors nous devons fusionner les groupes chevauchés dans des nouveaux groupes. Au-
trement, si le nombre des groupes obtenus est inférieur au nombre des groupes attendu,
alors nous devons partitionner les groupes avec élimination des groupes vides. De cette
facon, la valeur des centres des groupes initiaux, nécessaire pour appligUEANS
sera déterminée automatiquement en divisant ou en fusionnant les groupes;

4. A n de détecter les intrusions, pour chaque nouvelle instdnce

(a) Calculer la distance Euclidienne et trouver le groupe ayant la distance la plus courte
entre son centre et l'instan¢e Pour une instance; et un centre de groups, la
distance Euclidienne peut étre calculée selon I'équation suivante :

Vv
u

%1 X
distance(x;;z) = Xii z)? 1)
i=1

(b) Classierl par la catégorie du groupe le plus proche.

Dans ce qui suit, nous allons détailler les étapes de notre approche permettant d'aboutir au
nouvel algorithmeAD -CLUST.

3.1 Recherche des centres initiaux

L'algorithme AD -CLUST combine le clustering basé sur la densit&kKetMEANS a n de
résoudre leurs inconvénients. L'idée de combinaison de l'algorithme basé sur la distance avec
le clustering basé sur la densité a été proposé dans BRIDGE (Dash et al., 2001). En effet,
BRIDGE utilise K-MEANS en une premiére étape. Contrairement a BRIDBB,-CLUST
utilise le clustering basé sur la densité en premiére étape, a n de déterminer automatiquement
le nombre des centres des groupes initiaux. Les groupes ainsi obtenus seront considérés comme
des groupes initiaux candidats. Le nombre des groupes initiaux candidats est symbolisé par
kC. kO spéci e le nombre minimum d'instances dans un voisinage controle la granularité
des groupes naux de clustering basé sur la densité. Si la valeur du paraheéseélevée,
alors plusieurs groupes générés pourraient former potentiellement un seul groupe. Ces groupes
générés sont de petite taille, avec des granularités nes et des instances plus semblable I'une a
l'autre. Autrement, si la valeur du parameéki®est faible, alors un nombre bas des groupes est
formé et les instances non ressemblantes seront regroupées dans un seul groupe.

3.2 Fusionnement

Dans cette sous-section, nous discutons le cas ou la valeur du parkfedtelevée. En
effet, AD -CLUST peut fusionner deux groupes chevauchés en un plus grand groupe.

Soit{C's,.., C',.., C?} I'ensemble dek®groupes candidats basés sur la densité. Supposons
quekPest supérieur au nombre attendu des grokp&haque groupe;&ontient un ensemble

4Une instance est au voisinage d'une autegssi la distance, q) est- au rayon du voisinage.
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Base de données contenannstances {p, ..., p }-
Les centres des groupes.

Les groupes obtenus avant fusionnement.

Les groupes obtenus aprés fusionnement.

OONO

TAB. 1 — Liste des notations utilisées dans la procédure de fusionnement.

d'instances &1, :;; Xj ; 3, Xn, }. Le rayon du groupe Cest dé nie par :

Vv
u

x
r = maxj”‘:1P (Xji z)% x5 2C; 2
i=1

p jj—ni 7 . .
tel que z est le centre du groupe, @t i-1 (Xj i z)? représente la distance entre l'ins-
tancex; etz;. La similarité entre deux groupesetc; est calculée par I'équation suivante :

p
iz (71 7)?
ri +1;

d(c;c) = ®3)

A n de réduire le nombre des groupes candide?sau nombre attendk, nous pouvons

fusionner deux groupes chevauchés selon I'équation 3. La procédure du fusionnement est illus-

trée par l'algorithme 1. Les notations utilisées sont récapitulées dans le tableau 1.

Algorithme 1 : La procédure de fusionnement.
Données D, Z.
Résultats: C'.
1début

2| pour chaquep; 2 D faire

3 pour chaquez; 2 Z faire

4 | dy =distancegi, z);

5 Affecter chaque instanga a son groupe le plus prochg @vec la distance;f
minimale;

6 | // Obtention des nouveaux groupes C

7| pour chaqueC; 2 C faire

8 Recalculer le centre du groupe ¢

9 | Calculer le rayom; du groupe selon I'¢quation 2;

10 pouri=1, jCj +1, i++ faire

11 pour j=1, jCj +1, j++ faire

12 Calculer la similarité d(c ¢ ) selon I'équation 3;

13 Fusionner deux groupes avec la plus petite dfc pour construire C';

14n

A chaque fois ol la procédure du fusionnement est utilisée, deux groupes chevauchés sont

fusionnés. Dans l'algorithmAD -CLUST (cf. Algorithme 2, la procédure se répe(g®; k)
fois jusqu'a achévement du nombre nlal La procédure commence par l'allocation des ins-
tances dans les groupes initia(of. lignes 2-§. Les lignes(7-9) recalculent les nouveaux
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centres et les rayons dk8groupes. En n, les ligne$§10-13 fusionnent les groupes chevau-
chés.

Dans la sous-section suivante, nous discutons le cas ou la valeur du paidtestriaible.

3.3 Partitionnement

AD -CLUST partitionne les groupes en se basant sur la méttkodeEANS. Cependant,
K-MEANS est sensible aux outliers. A n de résoudre ce probléfi2CLUST calcule les dis-
tances Euclidienne entre les instances et les centres des groupes. Lorsque la distance d'une
instance est supérieure a un seuil indiquant la distance maximale, cette instance est un out-
lier. Une fois qu'un outlier est trouvé, il sera assigné comme le centre d'un nouveau groupe.
Par conséquent, toutes les données sont partitionnées en nouveaux groupes dans lesquels les
instances sont plus similaires. En outre, l'applicatiorKd®EANS peut générer des groupes
vides. Ce fait engendre un probléme de dégénérescence puisque les groupes vides sont inutiles
pour la classi cation et la détection des attaques (Guan et al., 2003).

En effet, il existe deux méthodes permettant d'éliminer la dégénérescence : (1) la suppres-
sion des groupes vides, et (2) le remplacement des groupes vides par des nouveaux groupes
qui sont non vides. La premiére solution réduit le nombre de groupes alors que la deuxiéme
ne les change pas. Cette derniére cherche les instances appropriées pour former des groupes
non vides et remplacer ainsi ceux qui sont vides. Ensuite, toutes les instances sont réaffectées
a leurs groupes plus proches jusqu'a la disparition des groupes vides et la stabilité des centres.

Durant I'étape du partitionnemer\D -CLUST utilise la méthode de remplacement des
groupes vides a n d'éliminer la dégénérescence.

(a) Avant partitionnement (b) Apres partitionnement

FiG. 1 — Partitionnement.

La gure 1illustre I'étape du partitionnement. En effet, la gure 1(a) montre un jeu d'ins-
tances divisé ek groupesk = 3. Chaque instance est assignée a son groupe le plus proche.
Linstancec représente le centre du groupe X. Linstampoest assignée au groupe X puisqu'il
est le groupe le plus proche auquel l'instapgeeut étre assignée. Cependant, l'instapest
éloignée de la majorité des instances dans le groupe. Ainsi, elle est un outlier local du groupe
X. Soitdmax un seuil qui indique la distance maximale permettant de déterminer les outliers
etr représente la distance entre l'instamcet le centrec. Un outlier est détecté si> d max -

La gure 1(b) montre le jeu d'instances apres partitionnement. L'oupi@srme un nouveau
groupec.-a.-d.le groupe W.
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4 Lalgorithme AD -CLUST

Le pseudo-code daD -CLUST est donné par l'algorithme 2. Les notations utilisées sont
récapitulées dans le tableau 2.

D . Base de données contenannstances {p, ..., ph }-
" . Lerayon maximal d'un voisinage.
Le nombre minimum de points dans"l&/oisinage.
N Ensemble de point deVoisinage dep;
C Les groupes classés nalement obtenus.
Z Les centres des groupes naux.
k . Le nombre des groupes attendu.
C' : Lesgroupes basés sur la densité initialement obtenus.
Z° : Les centres des groupes initiaux.
k® : Lenombre de groupes initialement obtenus en se basant sur la densitg.

TAB. 2 — Liste des notations utilisées dans l'algorithAB -CLUST.

En effet, I'algorithme commence par le partitionnement des groupes en se basant sur la den-
sité(cf. lignes 2-14. Il détermine le voisinage des instances. Si le voisinage d'une instance est
supérieur &, alors un nouveau groupe est créé. Ensuite, cette instance est affectée au groupe
courant. Sinon, l'instance est considérée comme bruit. Les groupes basés sur la densité obte-
nus sont les groupes candidats initiaux. L'algorithme calcule la distance entre chaque centre
candidat et chaque instance. Ensuite, il affecte I'instance au groupe le plus gchdigmes
15-17). En n, dans leqlignes 18-2§, AD -CLUST applique les procédures du partitionnement
et de fusionnement a n de déterminer automatiquement la valekr Aprés la détermination
dek, un nouvel ensemble des centres initiaux est obtenu et utilisédamsans comme des
groupes initiaux pour classer I'ensemble des doniléésf. lignes 27-28.

5 Evaluation expérimentale

A n d'évaluer la performance dAD -CLUST, nous avons mené une série d'expérimenta-
tions sur un PC équipé d'un Pentium 4 avec une fréquence d'horloge de 3 GHz et une mémoire
RAM de 2 Go, utilisant la distribution de Linux Fedora Core 6 comme un systéme d'exploita-
tion. Nous avons choisi de comparer notre algorithrieEANS et ADBSCAN?®. Durant les
expérimentations effectuées, nous avons utilisé la base de données orientées détection d'intru-
sions, fréquemment utilisées pour évaluer les performances des algorithmes s'inscrivant dans
cette tendanceKDD 19996,

En effet, les données de KDD99 sont sous forme de lignes enregistrées. Chaque ligne réfé-
rence une connexion. Chaque connexion est caractérisée par 41 attributs. A partir des valeurs
de ces attributs, chaque connexion est étiquetée comme étant une connexion normale ou bien
une attaque. La base de données KDD99 recense 22 attaques possibles qui peuvent étre re-
groupées en quatre catégories :

— Déni de Service (Denial-Of-Service (DOS))

SDisponible a l'adresse suivante ‘http ://codingplayground.blogspot.com/2009/11/dbscan-clustering-
algorithm.htm/
Disponible & I'adresse suivantéttp :/kdd.ics.uci.edu/databases/kddcup99/
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Algorithme 2 : L'algorithme AD -CLUST

Données:
1. D.
Résultats: C.
wdébut
2| C:=0;
3| k%:=0;
4| pour chaquep; 2 D etp; n'est pas visitéaire
5 Calculer le nombre de points N dans le voisinag@déé ni par ";
6 siN<” alors
7 \ Marquerp; comme bruit ;
8 sinon
9 Marquerp; comme instance visitée ;
10 Ajouterp; au groupe C';
11 C=C+1;
12 kKO:=k%+1;
13 Continuer la visite des points du voisinage ;
14 /I Nous obtenons C' groupes basés sur la densité.
15| pour chaquegroupe C'faire
16 Calculer le centrej0 de chaque groupe;
17 Affecter chaque instanga a son groupe le plus proche tel que G)p
| min_distance(p z);
18| répéter
19 sik®>k alors
20 I/ Répéter la procédure de fusionnemieht k itérations
21 C' := Fusionnemenf), ZO);
22 Recalculer le centrl.qo de chaque groupe;
23 sinon
24 Partitionner les groupes en utilisaltMEANS;
25 L Recalculer le centrl.qo de chaque groupe;
26/ jusqu'a acheverk groupes
211 Z :=25%
28 C:=K-means(k, Z, D);
29n

— Les attaques de type "Remote to Local access" (R2L)

— Les attaques de type "User to Root attacks" (U2R)

— Les attaques de reconnaissance (Probing)

Nous utilisons cing sous-ensembles de I'ensemble de données KDD99 avec des tailles
différentes variant de 40,000 a 200,000 connexions. Les caractéristiques de ces bases sont
résumées par le tableau 3. La premiére colonne du tableau indique la taille de chaque sous-
ensemble de données. La deuxiéme colonne présente le nombre des instances normaux, alors
gue la derniére illustre la distribution des attaques.

A travers des expériences d'estimation de paramétres, nous décidons nalement de choisir
5 comme la valeur d&, 5 comme la valeur du seuil permettant de détecter les outliers et 8
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Taille de sous-ensemble de la base de donnéedNormal | Intrusions
S;=40,000 30,000 10,000
$,=80,000 60,000 20,000
$:=120,000 90,000 30,000
$4,=160,000 120,000 40,000
S5=200,000 100,000| 100,000

TAB. 3 — Descriptif des jeux de données.

comme la valeur dé.
Dans le contexte de la détection d'intrusions, deux mesures importantes peuvent étre mis
en exergue pour évaluer les algorithmes :

1. Le Taux de Détection (TD) mesure combien d'attaques sont détectées correctement ;
2. Le Taux de Faux positifs (TF) mesure combien d'alertes sont fausses.

TD est équivalent au taux de rappel des algorithmes d'apprentissage, alors que TF est relatif
au taux de la précision.

De plus, pour évaluer I'ef cacité de la technique de classi cation, nous nous basons sur le
pourcentage de classi cation correc(f CC) des instances dé ni par :

nombre des instances correctement classees
PCC= . (4)
nombre total des instances classees

5.1 Analyse de la performance dAD -CLUST

Dans cette sous-section, nous analysons la performaA@e-€LusT en utilisant les cing
sous-ensembles de données. Le tableau 4 évalue la performaABe-GeusT en terme des
deux taux TD et TF. Ainsi, nous pouvons conclure gu2-CLUST génére un taux élevé de
détection (plus de 98%). De plus, il engendre peu de faux positifs, soit 2%.

| Sous-ensemble de donnéefs k| TD | TF ]

167 | 98.6741% | 2.6230%
453 | 99.2843% | 1.8159%
697 | 99.2074%| 1.6259%
700 | 99.3282%| 1.4206%
745 | 99.3189%| 2.1575%

L@

TAB. 4 — Les taux de détection (TD) et de faux positifs (TFAEI'-CLUST.

Par ailleurs, le tableau 5 présente les PC&RI-CLUST relativement aux quatre catégories
d'intrusions,i.e., DoS U2R, Probing R2L A cet égard, nous remarquons que le PCC de la
catégorieU2R est 40%. Nous pouvons expliquer ce TD faible par la pauvreté du nombre des
instances d&J2R dans I'ensemble de données d'apprentissage, soit 52. Par conséquent, il est
dif cile de regrouper de$J2R Par contre, si le nombre des instancedJ@R est plus élevé,
alors le TD sera également élevé. De plus, d'aprés les expériences nous constatons également
que le nombre de groupes vides générésAiarCLUST est faible de sorte que nous n‘avons
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pas besoin de les traiter. Par exemple, le nombre des groupes vides pour le sous-ensemble de
données de taille 200.000 est d'environ 6. La bonne performard2 dCLUST s'explique par

la détermination automatique du nombre des groupes et par le bon partitionnement des centres
des groupes initiaux.

| Sous-ensemble dedonnéep k [ DoS [ U2R [ Probing [ R2L |
167 | 99.3782% | 34.6154%| 95.0085% | 86.4121%
453 | 99.5097%| 38.4615% | 95.8364% | 89.7869%
697 | 99.3845%| 38.4615%| 94.0833% | 88.7211%
700 | 99.4450% | 38.4615%| 95.2764% | 89.0764%
745 | 99.4389% | 42.3077%| 94.6433% | 85.6128%

L9

TAB. 5— Les PCC dAD -CLUST relatifs aux différentes catégories d'intrusions.

5.2 Comparaison des capacités de détection

Pour montrer qué\D -CLUST est plus performant par rapport aux autres algorithmes de
clustering, nous exécutons séparémeameANs, DBSCAN et AD -CLUST avec le méme
sous-ensemble de données de taille 100,000.

Le tableau 6 présente les résultats obtenus en termes de taux de détection et de fausses
alarmes. L'analyse du tableau 6 montre dil2 -CLUST possede la meilleure capacité de dé-
tection en comparaison avée MEANS et DBSCAN.

| Algorithme [[ k | TD | TF

K-MEANS 5 26.2579% 0.3256
23 57.5292 3.0951
300 87.9820 8.9001
600 97.1953| 12.5054
700 99.1166| 15.9213
DBSCAN 621 94.6456 | 24.5815
AD-CLUST 621 | 99.1246% | 1.4107%

TAB. 6 — Lestaux TD et TF dAD -CLUST vs.K-MEANS et DBSCAN.

En effet,K-MEANS est expérimenté avec des valeurs différentes du nombre des gkoupes
D'apres le tableau 6, nous remarquons que les deux taux TD et RFMEANS augmentent
avec l'augmentation die. Cependant, cette relation n'est pas appropriée puisque pour un algo-
rithme de détection d'anomalies ef cace le TF doit décroitre avec I'augmentation de TD (Guan
et al., 2003). De plus, nous observons que lorsque les valelirsatg égaux a 5, 23 et 300 les
taux TD sont faibles. Lorsque la valeur klest égale a 600, le taux TD augmente brusquement
pour arriver & 97%. Ce changement est da & l'obtention de la partition optimale. Ainsi, avec
K-MEANS, nous avons essayé différentes valeurs du pararkétmede trouver I'optimal’.

“La valeur optimale du paramétkeest la valeur appropriée qui donne une partition ef cace.
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CependantAD -CLUST réduit le temps de calcul et partitionne automatiquement le méme
ensemble de données en 621 groupes. En revanche, nous remarquons que l'algdbithme
CLusT permet la diminution des taux TF durant 'augmentation du TD, contrairemé&nt a
MEANS.

De plus, le tableau 6 montre que Il'algorithrA® -CLUST donne un TD (99.1246%) plus
élevé par rapport BBSCAN (94.6456%). L'algorithme génére un TF faible (1.4107%) alors
gue celui dDBSCAN s'éléve a 24.5815%. Les mauvaises résultatb BE CAN s'explique
par les partitions sous-optimales de I'ensemble de données et I'élimination de plusieurs ins-
tances considérées comme des données bruitées.

Dans la suite des expériences, nous xons le paranketieK-MEANS a I'optimal trouvé
au cours des expérimentations précédemtesd,-d.a 621.

Les deux taux TD et TF sont liés. Par conséquent, ces deux taux sont considérés comme
les deux parametres permettant I'élaboration d'une courbe AR&€gjver Operating Charac-
teristic) (Maxion et Roberts, 2004). La courbe ROC met en relation dans un graphique les taux
de fausses alarmes (TF en abscisse) et les taux de détection (TD en ordonnée). ROC est une
"courbe de caractéristiques d'ef cacitpermettant d'étudier les variations de la spéci cité et
de la sensibilité (Maxion et Roberts, 2004). La gure 2 compare la coR®E€d'AD -CLUST
vs. celles deK-MEANS et DBSCAN. Plus l'algorithme de détection d'intrusions est perfor-
mant, plus il va générer des fausses alarmes, plus le taux de détection est élevé. Ainsi, d'apres
la gure 2, nous remarquons que l'algorithmd -CLUST est plus ef cace qué&-MEANS et
DBSCAN.

Fic. 2 - Ef cacité

Certains algorithmes perdent beaucoup de leur ef cacité face a des données volumineuses.
Nous parlons ainsi dia scalabilité La gure 3 met en exerguke compromis qualité-rapidité
d'AD -CLusT. D'aprés la gure 3, nous remarquons que le temps d'exécution des trois algo-
rithmes augmente en fonction de I'augmentation du volume des données d'entrée. En outre, il
est claire que l'algorithm@D -CLuUST est plus rapide que DBSCAN Kt MEANS.
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FiG. 3 — Scalabilité

Généralement, la plupart des chercheurs qui appliquent les algorithmes d'apprentissage sur
la base de données KDD99 trouvent que les PCC obtenus par les cat@gi8trobesont
élevés. Cependant, les catégofd et U2R possedent des PCC faibles (Sabhnani et Serpen,
2004). La gure 4 compare les PCC obtenus avec notre algorithme par rapport a ceux trouvés
avecK-MEANS et DBSCAN pour les quatre catégories d'attaques. Les résultats expérimen-
tales montrent que Il'algorithmAD -CLUST obtient un meilleur PC@s. ceux obtenus avec
K-MEANS et DBSCAN.

FIG. 4 — Les PCC relatives aux quatre catégories d'attaques.
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6 Conclusion et perspectives

Les approches de détection d'intrusions actuelles, baséK-suwEANS, souffrent de la
dépendance du nombre des groupes initiaux, la sensibilité aux outliers, et la dégénérescence.
Ceci engendre la génération excessive de fausses alarmes et la diminution de détection de
vraies intrusions. Pour remédier ces insuf sances, hous avons proposé un nouvel algorithme,
appeléAD -CLusT, de détection des anomalies qui se base sur la technique de clustering.
Le nouvel algorithme combine le clustering basé sur la densit¢-REANS. Son objectif
est I'adaptation de l'algorithm&-MEANS et la résolution de ses limites a n de I'appliquer
ef cacement dans le domaine de la détection d'intrusions. Les expérimentations réalisées ont
montré queAD -CLUST est un algorithme ef cace, puisqu'il génére peu de fausses alarmes
et détecte plus de vraies intrusions. Comme perspectives de prolongement de ce travail, nous
proposons d'examiner la détection distribuée d'anomalies en se basant sur le systeme multi-
agents et l'algorithm@D -CLUST.
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Summary

Coupled with the explosion of the number of the network-oriented applications, intrusion
detection as an increasingly popular the area is attracting more and more research efforts. Int
this respect, clustering technique has been recognized as a very useful method for the anomaly
intrusion detection. In this paper, a novel density-basaedeANS clustering algorithm has
been introduced to overcome the drawbacks of clustering-based densikyraBaNs algo-
rithms. Carried out experiments show that our proposed algorithm is an effective method for
the intrusion detection with a high detection rate and a low false positive rate.
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R&sum§. Cet article concerne la d§tection de courbes anormales dans
une s®quence de courbes p des ns de diagnostic. La m®&thodologie pro-
pos®e se base sur l'utilisation conjointe d'un modgle g&ngratif perttant
d'estimer un modgle pour les courbes correspondants p un fonctionnement
nominal du systgme et sur un test du score permettant de dgterminer si
une nouvelle courbe est anormale ou non par rapport p ce modgle de fonc-
tionnement nominal. La m§thodologie sera d§taillge ainsi qu'un exemple
d'utilisation concrgte de celle-ci dans le contexte du diagnostic du m®-
canisme d'aiguillage. Dans cette application, les courbes correspondent p
I'Bvolution de la puissance consomm$e par le moteur de l'aiguille durant
la man%auvre d'aiguillage.

1 Introduction

Le score de Fisher, c'est-p-dire le gradient de la log-vraisemblance, est une quasti
centrale en statistique qui a d§jp dgmontr§e son intgrét dans de nombreproblgmes
tel que la classi cation supervis§ Jaakkola et Haussler (1998); Jaakla et al. (1999)
ou la dgtection de ruptures dans les paramgtres d'un modgle statistique, Horvih et
Parzen (1994). Dans cet article, l'int§rét de celui-ci pour analyser un °ux de courbes
sera ®tudi®. Nous verrons tout d'abord comment le score de Fisher peut étre caleuly
dans le contexte d'un modgle de rggression p processus logistique latenhanroukhi
et al. (2010). Le processus latent §voqu® permet de ggrer la succession desh@ts
phases de la man%uvre d'aiguillage au sein d'une méme courbe. Ce modgle ggngra-
tif de type modele de m&lange d'expert, cf. Carvalho et Tanner (2006), est en e®et
particuligrement adapt® pour modgliser des courbes prgsentant des changements de
reégimes, telles que celles utilisBes pour le diagnostic des aiguillages (cf. "gut). L'in-
tgrét du score de Fisher pour exploiter ce modgle sera ensuite doublement illustr§.
Tout d'abord au travers de la d§ nition d'un algorithme de type gradient st ochastique
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pour mettre p jour les paramptres de ce modgle g&n®ratif p chaque nouvellguisition

de courbe. Ensuite, grace p un test du score Rao (1948) permettant de d§tecter des
courbes atypiques. Finalement, ces deux ingrgdients seront combin§s pour construire
un algorithme de d§tection en ligne de courbes anormales. Cet algorithme sera elite
utilisg dans le cadre du diagnostic et du suivi de point de fonctionnement d'un organe
cl§ de l'infrastructure ferroviaire, le mgcanisme d'aiguillage. Dans cett@pplication I'un
des objectifs vis§s est l'identi cation en ligne des dgfauts prcoces de ce systgme de
permettre la mobilisation rapide des services de maintenance concerngs. Ce suiVitit

du mgcanisme d'aiguillage est rgalis§ p partir de plusieurs r§alisatie de courbes orga-
nisges en s§quence, chaque rgalisation reprgsentant la puissance §lectrique conggen
par le moteur d'aiguillage durant une man¥uvre (cf. gure 1). Ce travail a donc paur
objectif applicatif de d§velopper une m§thode de d§tection en ligne d'anomalie sues
courbes de man¥suvres d'aiguillage. Ces travaux font suite p ceux propos®s dans Sam¢{
et al. (2008) qui s'appuyaient sur des tests s§quentiels d'hypothgses multiples
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Fig. 1 { Exemple d'une s§quence de 5 signaux acquis durant des man#eewd'aiguillage

L'article est organis® de la manigre suivante. La section 2 pr§sentera taodgle de
régression p processus logistique latent utilis& pour modgliser lesucbes. La m§thode
d'estimation classique des paramptres de ce modgle, c'est p dire p I'aide dalgorithme
EM, sera rappel§e bripvement dans cette m&me section. La section suivante pr§sza
le calcul du score de Fisher dans le contexte de ce modgle ainsi que son utilisatidans
le contexte d'un gradient stochastique. Le test du score utilis§ pour d§tecteles courbes
anormales ainsi que sa mise en uvre pratique sera dgcrit en dgtail dans la seati4.
En n, la section 5 d§taillera les rgsultats obtenus p I'aide de cette m§thodofpe sur les
donnges d'aiguillage.
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2 Modgle gé&n8ratif de bon fonctionnement

Dans cette section nous rappelons trgs brigvement le modgle de rggression @ceis-
sus logistique latent, Chamroukhi et al. (2010), utilis® pour modglser les courbes de bon

chaque rgalisationy; est une courbe §chantillonnge em points. Pour simpli er les no-
tations, la valeur d'une courbey; au point x; sera notgey; . Chaque courbey; est ainsi

2.1 Modgle de rigressions p processus logistique latent

Le modele de rggression p processus logistique latent suppose que chaduea$y;
est d§ ni par : v

-1
o . Vi = 2 Xjt 2ij
8 =1;:::;m; 2i »N (10;3/%1 ); v

mettent de basculer d'un modgle de rggression p l'autre parni{ modgles. Le paramptre
vectoriel _zi, 2 RP*1 dgsigne le vecteur des coexcients d'un polynéme de degpiiorga-
des monbmes associ§s au paramntﬂ;ij et 2; est un bruit gaussien centr§ de variance

?/fj . Partant du modgle qui vient d'étre d§ ni, on peut montrer que, conditionnellement
px;j, la variable y; est distribuge suivant le m§lange de loi :

- X il =T 2¢
p(Yi JXj i H) = Ve(XPDA Y kX5 % 2
k=1

o = (F%(Xj)g 1;::0; k:%;:::; %) est le vecteur des paramptres du modgle,
A(G1; %2) est la densit§ d'une variable normale centr§e rgduite unidimensionnelle d'es-
pBrance! et de variance %% ; les proportions du m@lange¥ (x;) = P(z; = Kkjxj)
sont des fonctions de la variablex; qui prgsentent donc une forte dimensionnalit§.
A'n de rgduire leur dimension, nous utilisons le modgle logistique de parampgtres =

exp (Wo + Wg1X;j)

K
o exp(weo+ WhiX;)

Ye(Xj,w)= p

©)

Le vecteur des paramptres p estimer s'§crit donc nalement :

Contrairement aux modgles de rggression classiques, qui supposent que lesapagtres
de rgression sont constants sur tout le signal, le modgle propos$ atise leur variation

au cours du temps, en basculant d'un sous modgle de rggression p l'autre. Ce qui
permet notamment de mieux modgliser les non lingarit§s et les changements brusques
qui apparaissent clairement dans les signaux §tudi§s (voir gure 2).
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Fig. 2 { Signal de mesure pour 5 mesures et modgle estim§. Chacursd®us modgle
de rggressions est reprsent§ par une couleur et les pasfions de chacun d'entre eux
sont donn§es sur la gure du bas. Le modgle comprend 6 sous dpies de rggression et
chaque sous modgle est cubiqug = (1;X; ;xj?l;xj3 T. Pour la bonne estimation de la
dernigre phase du signal, oy la puissance est uniform@mienulle, un bruit gaussien g
Bt® rajout® sur cette phase a n d'§viter I'explosion ded vraisemblance.

2.2 Estimation des paramptres du modgle

L'estimation du paramptre | caractgrisant un ensemble den courbesy,;:::;y,
s'e®ectue par la mgthode du maximum de vraisemblance qui est mise en Ywuvre par
un algorithme EM, Dempster et al. (1977), particuligrement adapt§ p ce corgxte de
rggression p variable latente.

On suppose que les courbes sont indgpendantes entre elles et que, conditionnel-

LK) = log plyy;:tiiynixiH)

X-] .

= log p(y;jx; W)
i=1
XX X i ¢

= log  Ya(x;;wW)A'yy kX%
i=1 j=1 k=1

oux =(Xq1;:::;Xm)". En notant z; = (zj )1 j- m le vecteur des labels identi ant les

sous modgles de rgression associfya la vraisemblance dite "complgtge" Dempster
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et al. (1977) s'gcrit quant p elle :

Le() = log p(yqi;:iiiiYniZ15:i15ZajX; W)

X0 X i 1 ¢
= Zjk log ¥ (X;;W)AYi 3 o X ¥%
i=1 j=1 k=1
op la variable binaire zj vaut 1 si z; = k et vaut O sinon. La maximisation de

la vraisemblancel (1) est e®ectuge par l'algorithme EM (Expextation-Maximization)

Dempster et al. (1977) qui consiste p partir d'un paramgtre initial u(O) et p rgpgter les
deux §tapes suivantes jusqu'p la convergence :

Etape E (Expectation) Calcul de I'esp®rance de la vraisemblance compl§tge, condi-
tionnellement aux donng§es observges et aux paramptre courapf‘“ (g ®tant l'itgration
courante) :

Q@) = E[Lc(Wiyiiiisyainl®]
X X i _ ¢
= ti(jﬂ) log Ya (xj ;WA yij s TE X ¥
i=1 j=1 k=1

o L oAl =Ty a3t
(CIN 74 (Xj s W)A Yiji. W Xi Y% ¢
T kg w)A Yy X%

Comme le montre l'expression deQ, cette §tape n®cessite simplement le calcul des

probabilitgs a posteriori ti(jﬂ) .

¢ 4)

Etape M (Maximization) Calcul du paramptre u(%*Y maximisant, par rapport p
Y, la quantitg Q qui peut aussi s'§crire :
Q@) = QuwW)+ Qa(Twititi i ¥ %K) (5)
avec
XX X (@
Q1 = tiik log % (xj;w) et
i=1 j=1 k=1
XX X i _ ¢
Q = ti(jﬂ) logA'yi ;e X %
i=1 j=1 k=1

La maximisation de Q par rapport p p peut étre e®ectuge en maximisant sgpargment

de Q1 par rapport p w est un problgme de rggression logistique multinomial pond&r§
par les ti(jﬂ), qui peut étre rgsolu par un algorithme itgratif de type IRLS (lterati ve
Reweighted Least Squares) Green (2003). La maximisation d€, par rapport aux

"~ revient p rgsoudre s§pargmenK problgmes de moindres carrs pondgrés par les



Score de Fisher et dgtection de courbes anormales dans une s§quence

ti(jﬂ). Ces rgsolutions permettent d'obtenir des formules analytiques de mises g jour des
paramgtres fournies en annexe.

En ce qui concerne le choix du nombre de composantes rggressives et de la dimen-
sionalit$ du vecteur de covariables (c'est p dire le degr§ des polynémes), iltgmssible
d'utiliser le critgre BIC (Bayesian Information Criterion), Schwarz (1978) permettant
de comparer di®§rents modgles en comptition.

La section suivante prgsente le calcul du score de Fisher dans le contexte du moglgl
qui vient d'étre prgsentg ainsi que son utilisation pour mettre p jour bs paramptres
du modele p chaque nouvelle acquisition de courbe g l'aide d'un algorithme dgpe
gradient stochastique.

3 Score de Fisher d'une courbe et gradient stochas-
tique

Le vecteur score d'un modgle correspond au gradient de la log-vraisemblance. Dans
cet article celui-ci sera considgr§ relativement p une nouvelle courbg et nous d§ nis-
sons pour cela :

OU R est le nombre de paramptres du modgle et

s () = @KHJYi);
e (K) @
est la dgrivge de la log-vraisemblance d'une nouvelle courbe par rapport au paratre

Ky du modele.

Dans le contexte du modgle utilis§ ici, le vecteur score peut &tre calcul§ en lisant
une formulation classique du gradient pour les modgles p variables latentesf. Sala-
khutdinov et al. (2003). Cette formulation utilise, comme l'algorithm e EM, les relations
existantes entre la vraisemblance et la vraisemblance complgtge. Plus particpliement,
on a I'ggalitg suivante :

@lp;y;)
@
@l(1; Yi; Zi). ’
= E —/———Ijy, 1 : 7
@ yisu Q)
Ce qui permet, par exemple, d'obtenir pour la composante du vecteur score associge
au parametre | la formule :

@y, _ E'@le(u;vi;zi). :

@—7k @, IYi;H,

L e i T (®)
% Uk Yii kXj Xj;
%

stV () (6)

avect; les probabilits a posteriori de la composant& au point x; , calcul§e de la méme
manigre que dans le contexte de l'algorithme EM (§quation 4). Les autres coposantes



E. CoOme et al.

du vecteur score pour le modgle de rggression g processus logistique latanitdournies
en annexe.

En ce qui concerne l'estimation des paramgtres du modgle pour une s§quence de
courbes, il serait thgoriguement possible d'utiliser I'algorithme EM pr§sent§ dans la
section prgc®dente pour rg-estimer p chaque nouvelle courbe les paramptres ei§so
a I'ensemble des courbes d§ja observges. Cependant cette stratggie est irs§ald'un
point de vue applicatif, car elle entraine une augmentation du temps de calcul p chag
nouvelle acquisition de donn§e ainsi qu'une augmentation des besoins de stockatgs
courbes prgc®dentes devant étre conservges.

Nous proposons donc d'utiliser une stratggie moins on§reuse en terme de stogk&a
et de traitement. Celle-ci se base sur l'utilisation de l'algorithme EM d® ni prgc®dem-
ment pour fournir un premier estimg§ des paramgtres du modgle (en utilisant un pét
ensemble initial de courbes) puis sur ['utilisation d'un algorithme de gradient $ochas-
tique, cf. Benveniste et al. (1987), pour mettre g jour les parampgtres aprgs&cquisition
de chaque nouvelle courbe. Cette strat§gie ne requiert pas le stockage des courbe§-pr
ctdentes et conduit p un codt de traitement constant. Les paramgtres du modgle son
donc mis g jour en utilisant la regle suivante :

A9 =0t so@™ ), ©
avec , ; le pas du gradient stochastique qui peut étre gard§ Xe pour permettre une
adaptation du modgle p des changements lents et progressifs des paramgtres,bien
dgcroitre au cours du temps si I'on considgre que le systgme est stationrai Dans ce
dernier cas, on pourra utiliser par exemple :

1
T 1+

(10)

Les d®savantages d'une telle approche sont principalement lis p la ditcult® degdir
un pas de gradient adapt® au probleme R traiter. La section suivante prgsemtune
solution pour tester si une nouvelle courbe de mesure est anormale par rapport au
modgle courant, utilisant elle aussi le vecteur score associ% p une nouvelteurbe.

4 Test du score pour la d§tection d'anomalie

Les tests de type \score" sont particuligrement utiles pour rgsoudre des problgmes
de tests lorsque I'on ne dispose d'information que sur I'nypothgse ndl Rao (1948).
lls s'appuient sur la distribution asymptotique du vecteur score d'un modgle gg®ratif.
Dans le cadre de notre problgme, ce test va permettre de quanti er p chaque nouvelle
acquisition de courbey,, les deux hypothgses suivantes :

Ho @ M= Ha=:10= [1=
Hi @ M= M2 =110= Hij 16 Wi;

ou i est l'indice de la courbe courante.
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En e®et, sousH le vecteur score associ® p une nouvelle courlye suit asymptoti-
quement enﬁ (Jiang et Tanner (1999))) une loi normale donn§e par :

SOy » N (0; 14 (f)); (11)

avecl; ({) la matrice d'information de Fisher associge p I'observation d'un signiet {1
I'estimateur du maximum de vraisemblance dep :

ﬁ=argm3x L(Wyaiiiyi) (12)

Cette approximation asymptotique n'est pas irrgaliste p partir du moment ou les
courbes ®tudiges ont une dimensionalit§ sutsante. Dans notre application, si les cdgs
sont par exemple §chantillonnges em = 500 points cette approximation est tout p fait
pertinente.

Grace p cette distribution asymptotique, il est possible de d§ nir p partr du vecteur
de score associ® p une courbe une statistique de te&it(i1)T I (f)i 1S ({i) scalaire qui
suivra approximativement une loi du Chi deux pR degr§s de libert§.

3 ,
I

SOMT 1) SR » A2(R); (13)

Ainsi, la rggion critique approchge du test, pour une erreur de premigre espp® est
donnge par :
Y 3 . Ya
w=sO@:sO@m" 1@ sOM>hR1i @ (14)

avech(R;1j ®) le quantile d'ordre 1| ® de la loi du Chi deux pR degr§s de libert§.

4.1 Mise en uvre pratique

Pour mettre en %uvre ce test sur le probleme de d§tection d'anomalie dans une
s®quence de courbes, il est n§cessaire de disposer d'un estimg des paramgtres delmodu
courant {I et de la matrice de Fisherl; associe p une courbe ou d'une estimation de
celle-ci. Lorsque ces deux quantitgs sont estim§es, il suxt de calculer la statistigg de
test et de la comparer au quantile dgsirg de la loi du Chi deux, pour d§terminer sine
nouvelle courbe est anormale. En ce qui concerne l'estimation dﬁ nous proposons
d'utiliser l'algorithme de type gradient stochastique prgsent®§ prgc§dement. Et, pour
ce qui est du problgme plus complexe d'estimation de la matrice d'information de
Fisher, nous proposons d'utiliser une solution assez simple bas$e sur |'estitizen de la
matrice d'information de Fisher observge. En e®et, le calcul de la matrice d'infanation
de Fisher fait intervenir I'espgrance de la matrice Hessiennél de la log-vraisemblance
du modele consid§rg ;

I ()= i E[H(]:

Cette quantit® pose probleme dans les modeles p variable latentes et de plukes
arguments th§oriques et pratiques soutiennent ['utilisation de l'information de Fisher
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observﬁelo(ﬁ), cf. Guddattu et Rao (2009); Bradley et Hinkey (1978), qui correspond
simplement g :

lo(R) = i H ():

Lorsque l'algorithme EM est utilis§ pour estimer les paramgtres d'un mogle, di®grentes
solutions sont envisageables pour calculer ou estimer la matrice d'informatin de Fisher
observge, cf. Mc Lachlan et Krishnan (1996) chap. 4. Cependant, lorsque I'on gisse

de plusieurs rgalisations i.i.d, ce qui est le cas ici puisque les courbes sont suppes
indgpendantes, une m§thode assez simple consiste p estimer la matrice d'infation

de Fisher assocife p une courbe par la covariance empirique du vecteur score. Ce qui
donne, lorsque I'on se place en’]\l I'expression suivante :

X1 i /N i/ N
=" S OS'@T (15
i=1

Cet estimateur est un estimateur convergent de la matrice d'information de Fisher
(Mc Lachlan et Krishnan (1996)).

Les di®grents §lfments que nous venons de presenter permettent de proposer un
algorithme de d®tection en ligne de signaux anormaux qui tire partie de chacun d'eux

4.2 Algorithme de d@tection en ligne de signaux anormaux

L'algorithme de d§tection procede de la manigre suivante. Le score de Fishassoci§
g la courbe est calculg§ en utilisant I'Bquation 6 ainsi que la statistige de test (cf. §qua-
tion 13). Si le test est nggatif le modele ainsi que I'estim§ de la mete d'information
de Fisher sont mis g jour, sinon la courbe est dgclarBe comme anormale. Ce®%ientes
Btapes sont resum$es dans l'algorithme 1. Cet algorithme suppose quanitialisation
est pertinente c'est p dire que I'on dispose d'une premigre estimation du medg de
bon fonctionnement qui est suxsamment proche de la vEritable valeur du parametre ;
le test du score suppose en e®et que I'on calcule le vecteur score associ§ p une nouvelle
courbe en ﬁ Nous proposons donc d'utiliser un petit nombren,,, de courbes pour
fournir, grace p l'algorithme EM d€crit en section 2, cette premigre esthation. En ce
qui concerne l'initialisation de I'estim® de la matrice d'information de Fisher, il est pos-
sible d'utiliser I'Bquation 15 si nay, est supgrieur p la dimension du modgle. Dans le cas
contraire, il est possible de rggulariser la matrice estim§e en ajoutargur la diagonale
de celle-ci une quantit§ positive a n d'obtenir une matrice non singuligre.
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Algorithm 1 Pseudo-code de l'algorithme de dgtection de signaux anormaux.

Entrges : ;®;1 & ;u@;napp
pour chaque nouvelle courbéaire
Calcul du vecteur score de la courbe et de la statistique de test
O - euly)
ST = a .
i) S(I)(a)Tn)‘ S(')(ﬁ)
sibf) <h(r;1j ®) alors
Mise p jour des paramgtres et de I'estimge de la matrice d'information de Bher
Napp A Bapp +1 .
o A lo(Napp i 1)+ SO@OSODT  =ngp
poA fi+ sO
sinon
Degclarer la courbe comme anormale
nsi
n pour

Les rgglages de l'algorithme propos® sont le pas du gradient stochamtie, ainsi que
I'erreur de premigre espgce dgsirge.

5 D#tection d'anomalie sur les aiguillages

La mgthodologie proposte a §t® applique p une s§quence de 916 courbes issues
de la surveillance d'un appareil de voie particulier de la SNCF. Cette s§quence couvre
la pgriode allant de Juillet 2005 p Octobre 2007 avec une frgquence de mesure de
deux p quatre courbes par jours. Les r§sultats de I'estimation initiale sanprgsent§s en
“gure 2 avec un modgle p 6 composantes rggressives cubiques, faisant donefivenir 40
parampgtres. Ce modgle p $t® slectionn$ p I'aide du critere BIGa dgmarche prgc®dente
a Bt® mise en Yauvre en utilisant 5 courbes pour fournir le premier estimg des pangtres
du modele p l'aide de l'algorithme EM. Le pas du gradient stochastiquea |t x§ a
priori p 0:01 et la probabilit d'erreur de premigre espgce p §galement @01. La gure
3 presente les r§sultats obtenus. Enn, la matrice de Fisher utilisge pour l'irialisation
a Bt§ rggularisge car elle §tait singuligre.

Nous pouvons observer sur la "gure 3 (a) que le score p un comportement relati-
vement stable, except® pour quelques courbes prgsentant un score de Fisher s'§cartant
largement de 0. Ces mémes indices de courbes sont repgrable sur le graphique prg-
sentant la statistique de test, gure 3 (b), qui agrgge l'information en provenances de
toutes les composantes du vecteur score. Les 15 courbes qui dgpassent le seuil de dgtec-
tion "x® (6,8,12,25,31,32,39,139,344,364,380,537,584%7,563) presentent e®ectivement
des pro Is di®®rents des courbes associ®s au modgle nominal comme le montrglae
3 (c) qui permet de comparer celle-ci au modgle nominale estim§ durant la sgquence.
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Fig. 3 { Evolution d'une composante du vecteur score le long de la gfience, en I'oc-

currence le coezxcient associ® au monéme d'ordre de 2 du derer sous modgle de
régression (a). fivolution de la statistique de test le long de la s@quencee seuil de

dgtection est en pointill§ rouge (b). Courbes d§tectBecomme anormales (c) en bleu et
modgle de r§f§rence p la n de la s§quence en dggradficdaleur (pour chaque abscisse
X;j la densitg du modgle est calcul§e et reprsent§e gda d'une §chelle de couleur, du
blanc pour les probabilit§s faibles au rouge pour les foeprobabilit§s).

6 Conclusion

Cet article a prgsent® une m$thodologie pour d§tecter dans une sgquence de courbes,
des courbes atypique s'§cartant de la courbe moyenne. Cette m§thodologie a & a
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pliquge au diagnostic et au suivi de point de fonctionnement des aiguillages qubst

des organes importants et sensibles de linfrastructure ferroviaire. Elle a @mis de
mettre en §vidence des courbes atypiques dans la s§quence gtudie. Des travaux com-
plmentaires restent p étre mengs sur l'in°uence des di®§rentes approximationstés
(estimation de la matrice de Fisher, utilisation d'un test asymptotique) sur l'erreur

de premigre espgce ainsi que sur la question du choix d'un modgle optimal. En n, des
exp®riences complgmentaires sur donnges rgelles et simulges sont en projet.
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Annexe 1

Les gquations de mise p jour des paramgtres du modgle de rggression p prasess
logistique latent utilis§s lors de I'gtape M de l'algorithme EM sort les suivantes :

_(kq+1) — ( KTWéq)K)i lKTWk(q)Y; (16)

ou Wk(c” est la matrice diagonale ayant pour §l#ments diagonaux

D tl® (@ @y
et
2 3 2 3
X1 Ya
k=9 : Sety=93 : §:
Xn Yn

Notons que les matrices\NlEQ), K et Y sont de dimensions respectiveam £ nm, nm £
(p+1) et nm£ 1. La maximisation de Q, par rapport p %f fournit quant g elle les
estimations :
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Annexe 2

Le vecteur score du modele correspondant p une nouvelle courlpe est donnge par
les §quations suivantes :
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¢
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Summary

This paper deals with the automatic recognition of abnormal curves in curves
stream. The proposed methodology use jointly a generative model which enable the
estimation of the nominal behavior and a score test which is used to decide if a new
curve is abnormal or not. An example of this methodology will be detailed in the
context of rail switch monitoring. In this application curves correspond to electrical
power consumed during the switch process and are recorded on a daily basis.
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Résumé. Les algorithmes de clustering neuronaux af chent de trés bonnes per-
formances pour l'analyse de distributions-test, aussi bien que pour celle de don-
nées textuelles homogénes. Cela vaut plus particulierement pour les versions
adaptatives récentes de ces algorithmes, tel que l'algorithme de gaz neuronal
croissant incrémental standard (IGNG), ou celui basé sur la maximisation d'éti-
quetage (IGNG-F). Nous montrons cependant qu'une diminution drastique des
performances de tous ces algorithmes, aussi bien que de celles des algorithmes
plus classiques, peut étre observée quand des corpus de données hétérogenes,
comme des corpus textuels polythématiques, sont considérés en entrée. Nous
proposons ensuite différentes adaptations de I'algorithme de gaz neuronal crois-
sant incrémental combinant I'exploitation incrémentale de la connaissance four-
nie par I'étiquetage des clusters avec des mesures de distance classiques entre
clusters et données. Nous montrons que ces adaptations apportent une améliora-
tion tres signi cative des performances sur tous les corpus, et en particulier sur
les corpus hétérogénes.

1 Introduction

Les méthodes de clustering neuronales sont basées sur le principe de I'exploitation de
relations de voisinage entre les clusters, qu'elles soient prédé nies (topologie xe), comme
les "cartes auto-organisatrices" (SOM) (Kohonen (1982)), ou dynamiques (topologie libre),
comme les gaz de neurones statiques (NG) (Martinetz et Schulten (1991)) ou les gaz de neu-
rones croissants (GNG) (Fritzke (1995)). Comparativement au méthodes de clustering usuelles,
comme K-means, cette stratégie les rend moins sensibles aux conditions initiales, ce qui repré-
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sente un avantage déterminant dans le cadre de l'analyse des données fortement multidimen-
sionnelles et éparses, comme les données textuelles.

Récemment Prudent et al. (Prudent et Ennaji (2005)) ont proposé un algorithme de gaz
neuronal croissant incrémental (IGNG) exploitable pour des taches générales de clustering.
Il représente une adaptation de l'algorithme GNG qui relaxe la contrainte de I'évolution pé-
riodique du réseau inhérente a ce dernier algorithme. Les auteurs de la méthode ont montré
gu'lIGNG produisait de meilleurs résultats que les méthodes neuronales existantes, et égale-
ment que les méthodes de clustering non neuronales usuelles, sur des distributions-test. Ce-
pendant, en utilisant des mesures génériques de qualité pour évaluer les clusters produits par
IGNG, Lamirel et al. (Lamirel et al. (2010)) ont également montré que la méthode produisait
des résultats dégénérés sur des corpus de données hétérogenes et éparses, comme des corpus
de données textuelles polythématiques, lesquelles s'avérent particulierement dif ciles a clus-
teriser. Pour faire face a ce probleme, ces derniers auteurs ont proposé un nouvel algorithme
de gaz neuronal croissant incrémental basé sur la maximisation de I'étiquetage des clusters
(IGNG-F) (Lamirel et al. (2010)). Cette stratégie permet de s'affranchir de I'utilisation d'une
mesure de distance usuelle pour déterminer un gagnant pendant I'apprentissage, en considérant
I'approche de maximisation d'étiquetage comme l'unique processus de sélection du gagnant.
Cependant, comme nous le prouvons également dans la suite de ce papier, bien que cette mé-
thode se comporte mieux qu'IGNG sur les corpus de données assez complexes, et qu'elle
présente 'avantage de fonctionner sans aucun parametre, elle ne s'avére pas aussi ef cace que
prévu quand la complexité de clustering d'un corpus continue a croitre, avec notamment I'ap-
parition de propriétés de jointures hétérogenes entre les groupes potentiels de données. Aussi,
nous présentons également ci-apres plusieurs adaptations de I'approche IGNG-F basées sur
la combinaison de critéres de maximisation d'étiquetage des clusters avec des critéres basés
sur la distance. Les résultats obtenus sur tous les corpus exploités, et particulierement sur les
plus complexes, re étent clairement les avantages de nos nouvelles adaptations. Des mesures
génériques de qualité décrites ci-aprés sont employées pour évaluer ces résultats.

2 Evaluation de la qualité du clustering

Les méthode classiques d'évaluation de la qualité du clustering sont basées sur l'inertie
inter-clusters et l'inertie intra-cluster, présentés dans (Davies et Bouldin (1979)). Mais il a été
montré par Lamirel et al. (Lamirel et al. (2004)) que les mesures d'inertie, ou leur dérivées,
qui sont basées sur les pro Is des clusters, sont a la fois fortement biaisées et trés dépendantes
de la méthode de clustering utilisée. Par ailleurs, ces mesures ne permettent pas de détecter
des résultats de clustering dégénérés, comprenant des "clusters poubelles" de trés grande taille,
conjointement & des "clusters poussiéres" de trés petite taille (Lamirel et al. (2010)). Pour faire
face a ce probleme, les auteurs précédents ont proposé une nouvelle approche basée sur le
Rappel et laPrecision non supervisées. Le calcul de ces indices de qualité s'opére a partir
des propriétés ou des étiquettes propres des clusters, dont les poids sont maximisés par des
données associées a ces derniers tacision des propriétés propres d'un cluster agit en tant
que mesure d'homogénéité de contenu des clusters (mesure intra), alorRgpedétdesdites
propriétés agit en tant que mesure de discrimination entre les contenus des différents clusters
(mesure inter). Ces mesures ont été prouvées indépendantes de la méthode de clustering. Les
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mesures ddacro-Rappel etMacro-Precision sont des mesures orientées par les clusters,
étant donné qu'elles fournissent les valeurs moyenneRajpel et de laPrecision pour

chaque cluster. Les mesures complémentaireM o -Rappel et de Micro -Precision,
orientées par les propriétés, sont obtenues en faisant la moyenne des vaRappdket de
Precision des propriétés propres indépendamment de la structure des clusters. La différence
entreMacro etMicro mesures de permet de con rmer I'apparition des résultats de clustering
dégénérés (Lamirel et al. (2010)). Une mesure additionnelM ideo -P recision Cumul ee

(CMP) se concentre sur I'hétérogénéité des plus gros clusters. L'algorithme IGNG-F est un
algorithme de maximisation de vraisemblance qui exploite une combinaison harmonique des
mesures de qualité précédemment décrites (c.-a-d. une F-mesure d'étiqguetage) comme un sub-
stitut a la distance classique dans le processus de clustering (Lamirel et al. (2010)). Les auteurs
ont montré qu'il fournissait les meilleurs résultats pour le clustering de corpus de données
homogeénes.

3 Adaptations de l'algorithme IGNG-F

Le probleme majeur que rencontre I'algorithme IGNG-F dans le cas du traitement de cor-
pus de données trés hétérogenes est qu'il peut associer a un cluster des données dont les éti-
quettes sont complétement différentes de celles qui existent dans les données préalablement
associées a ce dernier. Ceci méne a une forte diminution des performances de l'algorithme,
étant donné que des étiquettes (et des données) susceptibles d'appartenir & différents clusters
sont ainsi agglomérées ensembles. Pour faire face a ce probléme, nous proposons trois adapta-
tions différentes de I'approche d'IGNG-F que nous décrivons ci-apres.

3.1 IGNG-Fv1

Nous employons des critéres basés sur la distance pour limiter le nombre de prototypes
(c.-a-d de clusters) considérés comme candidats pour chaque nouvelle donnée entrante (cf.
Annexe). Ceci revient a dé nir un seuil de voisinage pour chague nouvelle donnée, stratégie
qui fait défaut dans lI'approche IGNG-F. Cette stratégie se rapproche de celle de I'exploitation
du parameétre de variance du nuage des données implantée par l'algorithme IGNG, la seule
différence étant que le nouveau critére proposé est orienté-utilisateur et peut ainsi étre modi é
en conséquence. Nous avons observé expérimentalement qu'il existait des valeurs singulieres
de ce critére, dépendantes des corpus, qui pouvaient étre employées comme seuil, valeurs au
dela desquelles tous les prototypes avaient tendance a étre choisis dans le voisinage.

3.2 IGNG-Fv2 and IGNG-Fv3

Nous employons les criteres basés par distance pour avoir un seuil de voisinage pour
chaque nouvelle donnée entrante. Une autre adaptation importante eskgoekure d'éti-
quetage qui doit étre calculée en tenant compte de cette donnée ne prend plus en compte les
nouvelles étiquettes spéci ques a cette donnée. Les nouvelles étiquettes sont celles qui ne par-
ticipaient pas a la liste d'étiquettes d'un prototype avant I"'augmentation” de ce prototype avec
la donnée entrante. Cette stratégie évitera notamment d'associer a un prototype des données
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dont les étiquettes sont complétement différentes de celles existants préalablement dans ce der-
nier, et empéchera ainsi la formation de clusters hétérogénes. Nous modi ons I'étape du calcul
de I'in uence d'étiquetage des données d'entrée sur les prototypes existants, comme proposée
dans l'algorithme IGNG-F (Lamirel et al. (2010)). Dans I'étape de maximisation d'étiquetage

de cet algorithme une étiquette est attachée au prototype qui arlasure maximale pour

cette étiquette. Cependant, dans notre cas, s'il y a plus d'un maximiseurs (c.-a-d. plus d'un pro-
totype candidat) nous attachons I'étiquette a tous les maximiseurs, exploitant ainsi une stratégie
de clustering partiellement recouvrante. Considérant maintenant le comportement de général
de l'algorithme, quand une augmentation Elemesure est induite sur plusieurs prototypes

par la donnée entrante, nous choisissons le prototype gagnant selon la formule :

EucDist (P1;x)

Kappal= | fpy) SL(P) —m-m—75 M
CosineSim(Pq; x
Kappa2= | ¢, p,) SL(P1)+ 10( = @

La mesureKappal est employée pour IGNG-Fv2 &tappa?2 est employée pour IGNG-
Fv3. En procédant de la sorte, nous cherchons a maximiser l'augmentatomasure ()
tout en maximisant conjointement le nombre d'étiquettes partagées (par exemple entre le proto-
typeP; et la donné). Nous nous servons également de la distance euclidi&ua(st ())
ou de la similarité cosinugiosineSim()) entre les pro Is de prototypes et le pro | de la don-
nées entrante. Plus petite est la distance euclidienne, ou plus grande est la similarité cosinus,
plus grande est la probabilité de la donnée entrante d'étre associée au prototype. La variable
crit ere (pour Kappal) est identique a celle utilisée pour limiter la taille du voisinage dans
I'algorithme IGNG-Fv1. Elle est également employée a n de réduire I'in uence de la mesure
de distance, de maniere a ce que la valeuKdppal demeure non négative. De maniere si-
milaire, pour obtenir des contributions égales, nous divisons la valeDodmeSim() par 10
(pourKappa2).

4 Evaluation

4.1 Données de test

Pour nos expériences, nous employons 3 corpus de données différents, de complexité de
clustering croissante, a savoir les corpus Total-Utilisation, PROMTECH et Lorraine. Le cor-
pus Total-Utilisation est constitué de 220 notices de brevet liés a la technologie des huiles
moteurs et il couvre uniquement le champ élémentaire "Utilisation" desdites notices. Les 2
autres corpus sont issus de la base de données bibliographique PASCAL de I'INIST. Le corpus
PROMTECH est constitué de 1794 notices bibliographiques liées a la recherche en optoélec-
tronique au cours de la période 1996-1999. Le corpus Lorraine est un ensemble de 1920 notices
bibliographiques couvrant tous les domaines de recherche impliquant au moins un laboratoire
de recherche Lorrain sur une année. Le tableau 1 montre que, pour le corpus homogéne Total-
Utilisation, le nombre moyen d'étiquettes, ou mots-clés, par document est faiBgsy, et
gue, parmi toutes les étiquettes, sell@sur 234 participent au recouvrement, ce qui facilite
le processus de clustering. Par contre, pour les corpus PROMTECH et Lorraine, les étiquettes
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couvrent des sujets tres variés, fournissant une grande hétérogénéité de matiéres sur les pé-
riodes considérées. Le nombre moyen d'étiquettes recouvrantes par document est extrémement
élevé pour le corpus Lorrainé:852). Par ailleurs, pour ce dernier corpus, le tableau 1 indique
également que le nombre de termes-pivots distincts est trés élevé, méme dans les motifs, ou
groupes d'étiquettes recouvrantes communes, de taille importante. Il est bien plus élevé que
pour les corpus PROMTECH ou Total-Utilisation, indiquant son hétérogénéité plus impor-
tante. Généralement plus importante sera I'hétérogénéité du recouvrement, et parallélement,
plus élevé sera le recouvrement moyen entre les documents, plus grande sera la complexité
de clustering, étant donné que dans ce dernier cas une méthode de clustering aura tendance a
agglomérer dans un méme groupe l'information appartenant a différents clusters.

Pour chaque méthode neuronale, nous avons opéré diverses expériences en faisant varier
le nombre de clusters pour les méthodes statiques, et les paramétres de voisinage pour les
méthodes incrémentales. Nous avons nalement gardé les meilleurs résultats de clustering
de chagque méthode, en considérant les valeuRagpel-P recision, F-mesure et Micro -

P recision cumulee(CMP).

4.2 Reésultats

Le tableau 2 (a) fournit les valeurs diéacro-F-Mesure, de Micro F -Mesure et de
CMP pour le corpus homogene Total-Utilisation. Le nombre de clusters représente le nombre
réel de clusters non vides, parmi I'ensemble des clusters effectivement exploités par les mé-
thodes pour grouper les données. C'est les valeuSM& qui illustrent le mieux la diffé-
rence entre les diverses approches. Les algorithmes SOM, K-Means, NG et GNG obtiennent
de bonnes valeurs déacro et deMicro F -Mesure, mais néanmoins des valeurs@d® P
inférieures a celles des méthodes de la famille IGNG, a I'exception de la méthode IGNG-Fv1.
En effet, bien que nous ayons des valeurs élevé€sMP pour IGNG, IGNG-F, IGNG-Fv2
et IGNG-Fv3, la valeur d€MP de IGNG-Fv1 est extrémement faible, ce qui signi e que
les propriétés associées aux clusters produits par cette méthode ne permettent pas de distin-
guer ef cacement entre ces derniers. Le nombre moyen d'étiquettes par document étant peu
élevé pour ce corpus (voir le tableau 1), cela résulte en des vecteurs normalisés d'étiquette
associés aux données qui sont distants les uns des autres, comparativement a ceux des autres
corpus. Ceci signi e également une distance plus élevée entre les données semblables, et peut
représenter une des causes probables des mauvais résultats de la méthode IGNG-Fv1. En effet,
corrélativement, nous voyons également que les meilleurs résultats sont obtenus par IGNG-
Fv2 qui exploite spéci quement des critéres de voisinage et une procédure de sélection basée
sur la mesur&appal pour choisir les neurones gagnants pour chaque donnée.

Le tableau 2 (b) re ete que le fait que les valedscro et deMicro F -Mesure sont
faibles pour les méthodes SOM et K-Means, et presque semblables pour les algorithmes basés
sur IGNG, en ce qui concerne le corpus PROMTECH. La mesuf@M®@ aide a nouveau a
mieux différencier les méthodes. Nous observons que les vale@#/de sont élevées pour
les méthodes SOM, K-Means, IGNG-Fv1 et IGNG-Fv2, mais que la valeur maximum est at-
teinte par l'algorithme GNG. Une des raisons principales est que cet algorithme exploite un
processus exhaustif et itératif de minimisation des erreurs en traversant plusieurs fois I'en-
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semble complet des données. La méthode K-Means obtient la deuxieme meilleure valeur de
CMP (0:35). Cependant, sa valeur déicro -P recision est la plus faible de toutes, illus-

trant un résultat moyen inférieur a celui de toutes les autres méthodes. Parmi les algorithmes
incrémentaux de la famille IGNG, c'est IGNG-Fv2 qui obtient la meilleure valeut NEP

(0:318). L'algorithme IGNG-Fv2 obtient de plus une valeMiicro -Precision élevée, illus-

trant le fait que sa qualité moyenne de groupement est tout a fait correcte, bien qu'il puisse

subsister des clusters qui agglomérent indument les données, et donc les étiquettes

Le tableau 2 (c) illustre les dif cultés énormes que rencontrent les diverses méthodes pour
clusteriser le corpus Lorraine, le plus hétérogéne. Les méthodes K-means, IGNG, IGNG-Fv1
et & un moindre degré, la méthode GNG, obtiennent des valeurs trés ba€dd®déndiquant
des résultats dégénérés (matérialisant la présence de clusters poubelles attirant la majeure partie
des données, parallelement a celle de clusters poussiéres représentant des groupes marginaux
ou non complétement formés). Les seuls comportements conformes aux attentes sont ceux des
méthodes SOM et IGNG-Fv2. Les meilleurs résultats sur cet ensemble complexe de données
hétérogénes sont néanmoins obtenus avec la méthode IGNG-Fv2 (vaehtRlede 0:166).

Ces bons résultats sont principalement dus au choix du neurone gagnant basé sur la mesure
Kappal qui met en lumiére I'importance de prendre en considération de maniere coordonnée
le nombre maximum d'étiquettes partagées entre un cluster et une donnée entrante, I'augmen-
tation maximale de l& -mesure d'étiquetage générée par cette donnée, et, initialement, la
distance maximale entre la donnée et le cluster gagnant.

Fic. 1 — Proportion moyenne d'étiquettes distinctes apparaisant dans les motifs d'étiquettes
recouvrants pour les 3 corpus expérimentaux.

5 Conclusion

L'utilisation de I'algorithme IGNG en combinaison avec la connaissance fournie par I'éti-
quetage courant des clusters, obtenue de maniere incrémentale, et avec celle de mesures de
similarité basées sur la distance (IGNG-Fv2) permet d'obtenir un accroissement signi catif
des performances de clustering, ainsi que des résultats stables, pour tous types de corpus tex-
tuels. L'approche proposée fournit par ailleurs les meilleurs résultats pour le corpus textuel
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TAB. 1 — Synthése des informations sur les 3 corpus expérimentaux.

Corpus | Mot-clés| Documents Fréquence Nb. moyen étiq| Recouvr. total Recouvr. moyen
Seuil par document| Nb. étiquetteq Etiquettes par document
Total 234 220 2 3.268 62 0.28
PROMTECH 903 1794 3 8.12 903 0.503
Lorraine 3556 1920 2 8.99 3556 1.852

FiG. 2 — Qualité de clustering des différents algorithmes sur les 3 corpus expérimentaux.
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hétérogene Lorraine, ce qui prouve sa pertinence dans un contexte incrémental, étant donné
que ce corpus représente une approximation statique des variations de sujets qui pourraient se
produire dans les scénarios variables dans le temps.
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Annexe

IGNG-Fv1 Algorithm
Notations
A, represents the set of data associated to the nenron
L, represents the list of labels whokeF -measure is maximized by the neuran

Parameters
= 0 (labeling quality evolution criteria)
a_ = maximum age of a connection
ay = age of maturity of a neuron
a = learning coef cient for the winner
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p = learning coef cient for the other neurons
k = neighbourhood range criteria
Initialization
C = set of the connections between the neurons
N = set of initial mature neurorrs
E = set of initial embryo neurors

While(!Stopping Criteria) do

1. Random choice of an input data
A new input data poink is chosen with probability(x) = %

2. Neighbourhood selection criteria
Select all the existing neurons which satisfy the neighbourhood critBigance (n; x) >
k, whereDistance () represents the euclidean distance between a neuronr(hera
the data point (here).

3. Calculation of labeling in uence on selected neurons
8n2 (N[ E), calcupte
= L Foex(l) 2 L Fa(19
L Fx(P1) = JL %] 12L,+x n*x jLaj]  192L, n
wheren** represents the neuranextended with the datasuch as A+ x
= This | g, (p,) represents th€appa measure for IGNG-Fvl=

An[f xg

4. Selection of winner neurons
8n2 (N[ E), calcui@te
L Fy(P :% L F+x(|) i L F(IO)
«(P1) = L+ x]  12L,+«x n Lol 192L, n
wheren* * represents the neuranextended with the datasuch as A,+x = A, [f Xg

5. Selection of winner neurons
P, andP, are the winner and second winner neurons such as :
8n2 (N[ E) f PuiPag; L rp)> L F(P) ™ L Fx(n)
6. Evolution Phase

= No winner case =

If( Fu(P1) < ) then

— Creation of a new embryo neuron n ;
E=E]|[f ng;A, = fxg
= The new neuron gets the same reference vector and the same labels as that of data
X =

EndIf

= One single winner case=

F( L repy) > > L Fye(py) then

— Creation of a new embryo neuron n :
E = E[f ng;A, = fxg
= The new neuron gets the same reference vector and the same labels as that of data
X =

— Creation of new connection :
C=CJ[f P;;ng
= A connection between the new neunoiand the winning neuroR; is created =
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EndIf
= More than one winning neuron=
If ( L Fy(P2) = ) then
— Adding x to list of data associated tdP; :
Ap, = Ap, [f xg
— Updating age of connections with the winner
8(x;y) 2 C,if (x = P1) _ (y = P;) thenlncrement (Age(x;y))
— Adjusting reference vector of neurons
Wp, (t + 1) = Wp, (t + 1) + a(X Wp, (t))
wit+1)= wi(t+1)+ p(x wi(t))
— For each neighbours ofP;
(a) Updating connection betweerP; and P,
If ((xy)2Cjx=P1_y=P2)= )thenC= C[f Py;P.g
elseAge((P1;P2)) =0
= If a connection exists betwedPy andP, its age is set td® otherwise it is
created =

(b) Removing connections
8(x;y) 2 C, if Age((x;y)) >aL) thenC = C f (x;y)g
= Every connection that reaches maximal agds suppressed=

(c) Removing neurons
8n 2 N; 8(x;y) 2 C,
if ((x;y)2Cjx=n_y=n)= )thenN =N f ng
= Every mature neuron without connections is suppressed

7. Change of status of embryos
8n 2 E, if (Age(n) > an),
thenE=E n,N = N|[f ng

EndWhile

Summary

Neural clustering algorithms show high performance in the general context of the analysis
of standard test distribution, as well in the one of the analysis of homogeneous textual dataset.
This is especially true for the recent adaptive versions of these algorithms, like the incremen-
tal growing neural gas algorithm (IGNG) and incremental growing neural gas based on label
maximization algorithm (IGNG-F). In this paper we highlight that there is a drastic decrease
of performance of all these algorithms, as well as the one of more classical algorithms, when
a heterogeneous datasets, like polythematic textual datasets are considered as an input. We
provide variations to incremental growing neural gas algorithm exploiting knowledge from
clusters about the current labeling of clusters in an incremental way along with the cluster data
distance measures which leads to signi cant increase in performance.
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Résumé. Les techniques d'apprentissage ont montré leurs capacités a traiter des
volumétries importantes de données. La plupart des approches d'apprentissage
statistique utilisent des bases d'apprentissage de taille nie et produisent des
modeles statiques. Cependant dans certaines situations : apprentissage actif ou
incrémental, la tche d'apprentissage commence avec trés peu de données. Il est
nécessaire dans ces cas de s'intéresser a des algorithmes capables de générer
des modéles avec peu de données. Les classi eurs de la littérature sont souvent
classés a l'aide de criteres tels que leurs performances en classi cation, leurs ca-
pacités a trier les données (ranking)... Mais cette taxonomie des classi eurs peut
singulierement évoluer si I'on s'intéresse a leurs capacités en présence d'une
faible quantité d'exemples. A notre connaissance seulement quelques études ont
été réalisées sur cette problématique. Cette étude cherche a étudier un plus large
panel a la fois d'algorithmes d'apprentissage (9 types d'algorithmes différents)
mais aussi de jeux de données (17 bases de I'UCI).

1 Introduction

Les techniques d'apprentissage ont montré leurs capacités a traiter des volumétries im-
portantes de données et ce sur des problémes réels (Guyon et al., 2009; Féraud et al., 2010).
Néanmoins le plus gros effort a été réalisé pour des analyses de données homogénes et sta-
tionnaires. La plupart des approches d'apprentissage statistique (machine learning) utilisent
des bases d'apprentissage de taille nie et produisent des modéles statiques. Cette étude se
positionne dans le cadre de I'apprentissage supervise.

Cependant dans certaines situations, la tache d'apprentissage commence avec trés peu de
données. Il est nécessaire dans ces cas la de s'intéresser a des algorithmes capables de géné-
rer des modéles avec peu de données et si possible avec une faible variance. L'apprentissage
actif et I'apprentissage incrémental sont les deux principales catégories d'apprentissage pour
lesquelles un algorithme capable d'apprendre avec peu de données est nécessaire.

L' apprentissage actif(Settles, 2010) est utilisé dans les cas ou de nombreuses données
sont disponibles mais leurs étiquetages codtent cher. Dans ce cas on cherche a sélectionner le
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plus petit nombre de données permettant de réaliser le meilleur apprentissage. On se retrouve
donc avec peu de données que I'on espere étre trés pertinentes. Un algorithme capable de réa-
liser de bonnes prédictions avec peu de données est donc nécessaire a n d'avoir une procédure
d'étiquetage la moins colteuse possible.

L' apprentissage incrémenta(Michalski et al., 1986) commence par nature par apprendre
avec peu de données car théoriquement il doit apprendre dés qu'on lui fournit les premiers
exemples. Le modéle est raf né au fur et a mesure de l'arrivée des nouveaux exemples. La
qualité du modele fourni au départ dépend donc la aussi de la capacité de l'algorithme a ap-
prendre avec peu d'exemples. L'apprentissage incrémental existe depuis de nombreuses années
mais est réecemment revenu au goQt du jour avec les ux de données. En effet de nombreuses
applications générent des ux de données : réseaux de capteurs, millions de logs d'acces a des
pages Web... Les données arrivent rapidement et ne sont visibles qu'une fois, il est donc né-
cessaire d'apprendre celles-ci au fur et a mesure de leurs arrivées. L'apprentissage incrémental
apparait dés lors comme une solution naturelle a ces problémes de ux.

De leur cotéles classi eursde la littérature tels que les arbres de décisions, réseaux de
neurones, support vector machine... sont souvent classés a l'aide de critéres tels que leurs per-
formances en classi cation, leurs capacités a trier les données (ranking)... Mais cette taxono-
mie des classi eurs peut singuliérement évoluer sil'on s'intéresse a leurs capacités en présence
d'une faible quantité d'exemples. On peut citer par exemple les arbres d'Hoeffding (Domingos
et Hulten, 2000) qui sont tres largement utilisés comme méthode d'apprentissage incrémental
sur les ux. La construction de I'arbre est incrémentale et les feuilles se transforment en nceud
au fur et a mesure de l'arrivée des exemples. Or il apparait (Gama et al., 2003) qu'il est in-
téressant de mettre des classi eurs dans les feuilles de I'arbre avant que celles-ci ne soient
transformeées. Un classi eur pertinent avec peu de données permet d'avoir des modéles locaux
de qualité dans les feuilles.

A notre connaissance seulement quelques études ont été réalisées sur cette problématique
des performances des classi eurs de la littérature versus la taille de I'ensemble d'apprentissage.
Forman et Cohen ont étudié trois algorithmes (Bayésien naif, SVM et régression logistique)
sur des jeux de petites tailles et déséquilibrés. Dans (Lim et al., 2000), les auteurs s'intéressent
a la vitesse d'apprentissage en temps absolu contrairement a cette étude qui s'intéresse a la
qualité d'apprentissage par rapport aux nombres d'exemples appris.

L'étude présentée dans cet article cherche a étudier un plus large panel a la fois d'algo-
rithmes d'apprentissage (9 types d'algorithmes différents) mais aussi de jeux de données (17
bases de I'UCI). Dans un premier temps (section 2) les classi eurs qui seront utilisés dans
cette étude ainsi que les valeurs de leurs parameétres testés seront présentés. Le protocole ex-
périmental sera présenté section 3 : les jeux de données utilisés, le découpage des jeux de
données en ensemble d'apprentissage et de test, les métriques d'évaluation de nos résultats. La
section 4 présentera les résultats obtenus et les analysera par rapport a la typologie des diffé-
rents classi eurs étudiés. Dans une derniéere partie, nous conclurons et nous proposerons une
suite possible a cette étude.
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2 Vitesse d'apprentissage et Typologie des algorithmes testés

2.1 Vitesse d'apprentissage

Il est important de noter que cette étude ne se concentre pas sur les bornes ou temps de
convergence d'un classi eur étant donné un ensemble d'apprentissage compaxaniples.

Ceci correspondrait a déterminer en quelque sorte le temps CPU qu'il faudrait a ce classi eur
pour apprendre les exemples. L'analyse de la vitesse de convergence ou la complexité de
I'algorithme d'apprentissage n'est pas le but de cette étude.

On entend par vitesse d'apprentissage dans cette étude, la capacité d'un classi eur a obtenir
une solution "intéressante" a un probléme de classi cation a I'aide d'un minimum d'exemple
présent en apprentissage. Un exemple de comparaison est donné dans la gure 1 : cette -
gure présente les résultats que pourraient obtenir deux classi eurs sur un méme probléeme de
classi cation. L'axe des abscisses indique le nombre d'exempigsitilisé pour entrainer le
classi eur et I'axe des ordonnées I'AUC obtenue (AUGR)).

FiG. 1 — lllustration de la vitesse d'apprentissage de deux classi eurs (AUC en test)

Cette gure illustre deux comportements différents : I'algorithme “rouge]j atteint une
meilleure performance dans un premier temps mais ensuite lorsgegient grand l'algo-
rithme “bleu” () est nalement plus optimal. Si I'on souhaite avoir toujours le meilleur mo-
deéle a disposition, il est évident que I'on doit prendre en compte les deux modéles et que le
modéle rouge+ ) devra étre utilisé en premier puis le modéle bleupar la suite.

Ceci illustre parfaitement le but de cette étude : dans le cas de l'apprentissage incrémental
ou de l'apprentissage actif et pour des ensembles d'apprentissage de petites tailles existe-t-il
des types de classi eurs plus adaptés que d'autres ?


cuxac
Rectangle 


Impact de la taille de I'ensemble d'apprentissage

2.2 Typologie des algorithmes testés

Il existe diverses familles de modeles de classi cation basées sur I'apprentissage de para-
métres. Ces familles peuvent étre :

— les classi eurs linéaires pour lesquels il s'agit d'apprentissage de surface séparatrice
linéaire. Ce type de classi eur e basé sur une combinaison linéaire des variables expli-
catives du phénomene tel que=  ; w; X; ouX; désigne l'une des variables explica-
tives etw; son poids.

— les classi eurs non linéaires tel que les perceptrons multicouches, les k plus proches
voisins ou les arbres de décision.

Sachant que :

— ces familles peuvent se recouvrir partiellement;
— le placement n'est pas toujours aisé (un arbre de décision peut étre vu comme une surface
de décision linéaire par morceaux) ;
— un classi eur linéaire peut traiter des problemes de classi cation non linéaire sous peine
d'une projection préalable (I“astuce” du noyau pour les séparateurs a vaste marge (SVM))
— des sous découpes sont présentes. Par exemple les classi eurs linéaires peuvent étre
rangés en 2 grandes sous familles de méthodes pour estimer les paramétres du vecteur
w d'un classi eur linéaire :
— modéle génératif : il s'agit d'abord de modéliser les probabilités conditionnelles
P(X]jC). Lestimation deP(CjX) viendra ensuite sous la condition de connaitre
P (C). On citera a titre d'exemple : I'analyse discriminante linéaire (LDA - (Fisher,
1936)) et le classi eur Bayésien naif (Langley et al., 1992).
— modeéle discriminant : il s'agit d'abord de maximiser la qualité de la classi cation sur
un jeu de test en estimant directem®qiCjX ) ou un score apparenté a l'étiquette
des données de modélisation. On citera a titre d'exemple : la régression linéaire, la
régression logistique, le perceptron et les machines a vecteurs de support.

On peut encore en trouver d'autres sous appellations comme :

— les classi eurs probabilistes qui estiment les probabilités conditionnelles des classes
(P(CjX)) étant donné un vecteur d'entrée constitué par les combinaisons des variables
explicatives du phénomeéne. Ce n'est pas le cas de nombreux classi eurs comme les
scores retournés par les séparateurs a vaste marge (qui sont pourtant souvent utilisés
comme mesures de con ance pour la classi cation de nouveaux exemples).

— les classi eurs paramétriques qui présupposent que les variables explicatives suivent
une loi de probabilité dé nie au préalable (a priori). On citera par exemple le classi eur
naif de Bayes dans le cas ou on présuppose que(ls) suivent des lois gaussiennes
(Gama et al., 2005).

L'étude proposée par cet article ne peut couvrir I'ensemble des familles des classi eurs.
Elle s'est néanmoins attachée a paver au mieux cette espace. Le tableau 1 résume les types de
classi eurs qui ont été testés. Ces différents classi eurs et leurs parameétres sont présentés dans
la sous-section suivante.
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Classi eur linéaire Classi eur non linéaire
Naive Bayes,
Bayésien naif sélectif

Modéle génératif Réseaux Bayésien

Modele discriminant, Régression logistique ,f\rbre de décisiqn,. .
Forét d'arbres de décision

TAB. 1 — Typologie versus classi eurs testés.

2.3 Classi eurs testés

Pour tester I'ensemble des classi eurs cités dans la section précédente (table 1) deux logi-
ciels accessibles au 'publitont été utilisés : WEKA (Witten et Frank, 2005) (version 3.7.1) et
Khiops (Boullé, 2004) (version 7.0). Pour chacun de ces logiciels se sont les valeurs par défaut
qui ont été utilisées et dont on présente les résultats en section 4. A titre d'exemples les para-
meétres par défaut pour la régression logistique sont xés & -Lfour le nombre d'itération
maximale et &C® pour le ridge.

— Pour le logiciel Weka :

— Bayes

— Non supervisé (John et Langley, 1995) : Bayésien naif standard. L'estimateur nu-
mérique est basé sur l'analyse des données d'apprentissage.

— Supervisé : méme chose que précédemment sauf qu'une discrétisation supervisée
(MDL) est utilisée pour convertir les attributs numériques en attributs nominaux.

— BayesNet (Bouckaert, 2004) : réseau Bayésien utilisant divers algorithmes de re-
cherche et de mesures de qualité. Utilisé avec les paramétres par défaut : “Sim-
pleEstimator” et algorithme de recherche “K2 search”.

— Régression :

— Régression logistique : régression logistique polynomial avec un estimateur ridge
qui est basé sur (Cessie et Houwelingen, 1992). Parametres par défaut sauf pour le
nombre d'itération maximale : 100.

— Arbres:

— ADTree (Freund et Mason, 1999) : arbre de décision avec plusieurs sous arbres
combinés avec du boosting.

— J48 (Quinlan, 1993) : arbre de décision C4.5 proposé par Quinlan.

— SimpleCart (Breiman et al., 1984) : arbre binaire basé sur le coef cient de Gini.

— RandomForest (Breiman, 2001) : forét d'arbres par sélection aléatoire d'un sous
ensemble des attributs ; 10 arbres par défaut dans la forét; 40 arbres ont aussi été
testés.

— Vote :

— VFI (Demirdz et Guvenir, 1997) : classi cation par vote sur les intervalles des
attributs. Les intervalles sont construits autour des classes pour chaque attribut (en
fait une sorte de discrétisation). Le compte des classes est enregistré pour chaque
intervalle pour chaque attribut et la classi cation se fait par vote. Le paramétre par
défaut utilise I'option “weight feature intervals by con dence”. Nous avons aussi
essayé sans.

1. Toutes les expériences de cette étude sont reproductibles.
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— Pour le logiciel Khiop$ : outils développé par Orange Labs. Il implémente, pour la
classi cation supervisée, un Bayésien naif et Bayésien naif sélectif.
Le Bayésien naif et le Bayésien naif sélectif (Boullé, 2006b) ont été testé avec différents
prétraitements sur les attributs numériques et nominaux. Les deux prétraitements testés
sur les attributs nominaux sont :
— Basic Grouping : un groupe par valeur observée
— Discrétisation MODL (Boullé, 2006a).
Sur les attributs numériques trois prétraitements différents ont été testés :
— Equal Frequency
— Equal Width
— Méthode de groupement MODL (Boullé, 2005).
Les deux méthodes non supervisées Equal Frequency et Equal Width sont utilisées avec
un nombre xé a 10 intervalles. Sile nombre de valeurs observées est en dessous de 10,
le nombre d'intervalles est réduit & ce nombre de valeurs observées.

3 Protocole expérimental

A travers la mise en place du protocole expérimental, on cherche a étudier le comporte-
ment des algorithmes en fonction de la taille de I'ensemble d'apprentissage. Le premier point
consiste a utiliser des jeux de données a la fois variés et reconnus par la communauté de la
fouille de données. Le second concerne le découpage des jeux de données en un ensemble
d'apprentissage et de test pertinent par rapport a la problématique. Le troisieme s'intéresse
a la méthode d'évaluation mettant en avant les algorithmes qui apprennent bien avec peu de
données.

3.1 Jeux de données

A n que les résultats de cette étude puissent étre généralisés des jeux de données variés
du domaine de la classi cation ont été utilisés. Dans ce but, un large panel de jeux de données
a été sélectionné a partir du dép6t de I'UCI (Blake et Merz, 1998). Des jeux avec seulement
des variables catégorielles, ou seulement des variables continues, ou un mix des deux ont
été utilisés. La taille de ceux-ci va d'une centaine a plusieurs dizaine de milliers d'exemples.
La table 2 présente les caractéristiques en termes de nombre d'exemples, nombre d'attributs
numérigues et nominaux, précision du classi eur prédisant la classe majoritaire.

Cette étude ne s'intéresse qu'a des problémes de classi cation binaire. Pour des problémes
a plus de deux classes le protocole expérimental devrait étre différent

3.2 Découpage des jeux de données en ensemble d'apprentissage et de
test

A n de générer nos jeux de données de petites tailles tout en gardant un protocole sem-
blable a ceux utilisées dans les publications du domaine, nous avons choisi une 10-validation

2. www.khiops.com
3. En effet, la question se pose si I'on doit comparer, par exemple, I'apprentissage de peu d'exemples sur un
probléme binaire versus un probléme a 20 classes.
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Jeu de données #Var | #Var Cont. | #Var Cat. | # Exemplesitf) | Précision maj.

1 Adult 15 7 8 48842 0.7607
2 | Australian 14 6 8 690 0.5550
3 Breast 10 10 0 699 0.6552
4 | Bupa 6 6 0 345 0.5797
5 | Crx 15 6 9 690 0.5550
6 | German 24 24 0 1000 0.7

7 Heart 13 10 3 270 0.5555
8 Hepatitis 19 6 13 155 0.7935
9 Horsecolic 27 7 20 368 0.6304
10 | Hypothyroid 25 7 18 3163 0.9522
11 | lonosphere 34 34 0 351 0.6410
12 | Mushroom 22 0 22 8416 0.5332
13 | Pima 8 8 0 768 0.6510
14 | SickEuthyroid | 25 7 18 3163 0.9073
15 | Sonar 60 60 0 208 0.5336
16 | Spam 57 57 0 4307 0.6473
17 | Tictactoe 9 0 9 958 0.6534

TAB. 2 — Caractéristiques des jeux de données.

croisée. Sur I'ensemble d'apprentissage (90%) de cette validation croisée, les exemples ont été
tirés aléatoirement parmi les tailles suivantes :

oun est la taille maximale du jeu de donnéeke tirage a été réalisé 10 fois pour chaque
jeu de données a n d'obtenir une moyenne et une variance sur le résultat. La performance
des algorithmes est évaluée sur les 10% restant(@eemples, voir table 2) de la validation
croisée. La gure 3.2 présente ce protocole.

3.3 Le critéere d'évaluation : ALC

Les expérimentations menées dans cet article donnent une courbe d'’AUC (Fawcett, 2004)
sur lI'ensemble de test versus le nombre d'exemples utilisés pour réaliser l'apprentissage.
Chaque courbe est constituéej8gpoints pour tous les algorithmes d'apprentissage utilisés.

Les performances en prédiction ont été évaluées avec I'ALC (Area under the Learning
Curve - (Guyon et al., 2010)). LAUC (Area Under the ROC Curve) est calculée pour tous les
points @; 4; 8:::) dé nis dans le jeu de données. Le score obtenu correspond a I'ALC normalisé
calculé de la maniére suivante :

(ALC  Arand)

score=
(Amax Arand)

ol Amax est la meilleure aire atteignable (soit 1e¢tind est l'aire d'une solution basée
sur des prédictions aléatoires (soit 0.5).

4. .9n correspond au fait que I'on réalise une 10-validation croisée
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FIG. 2 — Construction des jeux de données

Ce critere posséde de bonnes propriétés par rapport a l'objectif de cette étude. En effet, on
cherche a évaluer la capacité d'un algorithme a apprendre avec une faible quantité de données.
Ce critere met particulierement en avant les plus petits jeux de données. L'abscisse de notre
courbe d'ALC est logarithmique ce qui signi e que I'AUC obtenue pour 2 exemples contribue
autant a la valeur de I'ALC que I'AUC obtenue pour 1024 exemples.

FIG. 3 — Calcul de I'ALC : aire sous la courbe d'AUC
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4 Résultats

Cette section présente les résultats de I'étude. Les notations utilisées sont tout d'abord
expliquées, ensuite les différentes tables et courbes de résultats sont présentées pour nalement
les analyser et en proposer une interprétation.

4.1 Notations

A n de pouvoir obtenir des tableaux de résultats complets et concis, nous avons dd uti-
liser des abréviations quant aux noms des algorithmes utilisés. L'environnement d'exécution
constitue la premiére abréviation. Les algorithmes utilisés provenant de Weka sont pré xés par
“W” et ceux provenant de Khiops n'ont pas de pré xes. Les algorithmes testés constituent la
seconde abréviation :

— Weka

— W-ADT : ADTree
— W-BN : BayesNet - Réseau Bayésien
— W-Log100 : Régression logistique
— W-NB-NS : Bayésien naif non supervisé
— W-NB-S : Bayésien naif supervisé
— W-RF10/40 : Random Forest avec 10/40 arbres
— W-VFI/ W-VFIn : VFI avec/sans I'option “weight feature intervals by con dence”
— W-SCart : SimpleCart
— Khiops Le format est ALGO-VAR_CONT-VAR_CAT
— ALGO - NB : Bayésien naif ou SNB : Bayésien naif sélectif
— VAR_CONT pour les variables continues - EF : EqualFrequency / EW : EqualWidth
/M : MODL
— VAR_CAT pour les variables catégorielles - BG : Basic Grouping / M : MODL

4.2 Tableaux et courbes présentés

Tableaux

Les performances en ALC obtenues par les différents algorithmes sur les différents jeux de
données sont présentés dans la table 3. La derniére ligne donne la moyenne de I'ALC sur tous
les jeux de tests par algorithme. A n d'avoir une vue plus synthétique, la table 5 donne le rang
moyen de chaque algorithme ainsi que son ALC moyenne et son AUC nale (moyenne des
AUC du plus grand ensemble d'apprentissage!°92(0:9n 1)¢)),

Etant donné que cette étude se focalise particulierement sur I'apprentissage des jeux de
données de petites tailles, il est intéressant regarder le début des courbes d'AUC. Dans cette
optique, des tableaux identiques aux tableaux 3 sont proposés dans les tableaux 4 mais ici
I'ALC est calculée entr@ et 26 exemples en apprentissage. Ce tableau permet d'observer plus
particulierement les algorithmes sur le début de la phase d'apprentissage. De facon identique,
on retrouve pour les rangs par algorithme la table 6 qui se limite a@8seemples.

Courbes
Nous avons choisi quatre courbes mettant en avant différents types d'algorithmes. L'idée est
de comparer le comportement de cet algorithme par rapport aux autres algorithmes sur un jeu
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W-ADT | W-BN | W-Logl00 | NB-EF-BG | NB-EF-M | NB-EW-BG | W-NB-NS | W-NB-S | W-RF10 | W-RF40 | W-VFI W-VFI-N
Adult 58.05 64.28 54.19 62.31 58.98 62.64 59.88 63.70 54.73 58.44 58.02 63.80
Australian 59.40 71.55 55.17 65.75 64.07 64.11 56.43 72.15 59.88 63.23 59.03 69.06
Breast 74.97 89.12 87.27 92.31 92.31 92.18 88.26 89.04 88.25 89.89 88.40 92.30
Bupa 20.17 2.02 24.06 14.81 14.81 13.20 12.52 1.98 21.74 23.99 9.05 9.32
Crx 60.16 70.12 54.60 63.91 62.79 62.32 56.30 70.63 59.02 62.47 57.33 66.57
German 25.98 13.10 26.69 27.61 27.61 26.13 30.53 13.12 27.29 31.69 24.84 26.89
Heart 47.19 62.19 51.25 61.31 58.26 60.21 54.56 62.84 53.64 57.15 49.75 64.22
Hepatitis 39.92 60.38 37.27 49.64 46.22 47.78 37.92 63.16 46.93 50.36 46.71 58.88
Horsecolic 52.73 59.81 48.31 51.87 44.01 52.06 40.61 61.58 57.34 62.27 54.20 58.31
Hypothyroid 59.21 50.78 59.27 65.87 66.75 64.06 52.81 48.77 63.05 66.13 52.94 60.41
lonosphere 57.42 59.18 43.17 65.91 65.91 64.68 56.58 59.06 65.86 70.29 52.06 61.54
Mushroom 82.20 92.23 87.20 88.99 86.26 88.99 92.07 92.07 88.76 89.97 89.25 91.01
Pima 37.70 30.76 41.99 41.50 41.50 40.16 38.35 30.84 40.68 44.43 26.77 30.06
SickEuthyroid 60.46 52.57 57.49 59.44 59.29 59.50 50.28 49.25 61.87 66.85 45.41 47.93
Sonar 32.64 36.54 36.04 38.10 38.10 37.32 31.72 36.51 41.80 48.32 23.12 34.37
Spam 66.53 72.86 68.86 79.93 79.93 77.29 71.07 72.76 75.92 80.08 67.72 78.29
Tictactoe 32.40 28.40 53.24 26.91 20.52 26.91 28.73 28.73 37.77 41.83 26.00 27.61
Moyenne ALC 51.01 53.88 52.12 56.25 54.55 55.27 50.51 53.89 55.56 59.26 48.86 55.33
W-J48 | NB-M-BG NB-M-M NB-EW-M | SNB-EF-BG | SNB-EF-M | SNB-EW-BG | SNB-EW-M | SNB-M-BG | SNB-M-M | W-SCart
Adult 41.68 64.06 56.63 59.25 55.25 55.13 55.73 55.52 57.92 56.02 40.97
Australian 51.60 65.60 63.22 62.32 53.20 54.13 52.04 53.04 54.85 57.18 42.70
Breast 66.84 76.24 76.24 92.18 79.29 79.29 79.40 79.40 76.30 76.30 57.85
Bupa 10.54 1.91 1.91 13.20 13.58 13.58 12.00 12.00 1.91 1.91 8.53
Crx 51.68 63.73 62.90 61.01 52.92 54.38 51.99 53.15 54.50 57.31 44.03
German 14.39 14.14 14.14 26.13 22.27 22.27 22.11 22.11 14.15 14.15 10.06
Heart 29.21 57.34 45.95 56.90 40.91 40.75 38.92 38.76 42.81 41.28 22.88
Hepatitis 21.05 46.83 40.49 44.66 30.99 32.43 31.32 32.50 30.52 31.34 10.62
Horsecolic 40.18 55.08 49.01 44.06 45.12 40.67 45.36 40.90 47.42 43.50 2.04
Hypothyroid 43.79 54.46 52.09 65.06 56.56 56.62 60.77 61.03 53.04 52.56 39.54
lonosphere 42.89 53.04 53.04 64.68 55.15 55.15 55.48 55.48 53.42 53.42 36.27
Mushroom 77.71 88.99 86.26 86.26 82.56 81.77 82.56 81.77 82.56 81.77 74.62
Pima 25.34 29.71 29.71 40.16 37.65 37.65 37.56 37.56 29.89 29.89 20.08
SickEuthyroid | 47.80 52.14 45.32 59.64 56.16 55.95 55.57 55.68 46.20 45.49 45.21
Sonar 19.40 31.97 31.97 37.32 25.26 25.26 25.21 25.21 27.12 27.12 16.20
Spam 52.67 66.63 66.63 77.29 65.93 65.93 60.53 60.53 66.33 66.33 46.11
Tictactoe 21.79 26.91 20.52 20.52 25.50 20.29 25.50 20.29 25.50 20.29 25.47
Moyenne ALC | 38.74 49.93 46.83 53.57 46.96 46.54 46.59 46.17 44.97 44.46 31.95

TAB. 3 — ALC par algorithme et jeu de données
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(a) Jeu de données Adult (b) Jeu de données Mushroom

(c) Jeu de données Crx (d) Jeu de données TicTacToe

FIG. 4 — AUC en fonction du logdu nombre d'exemples appris


cuxac
Rectangle 


C. Salperwyck et al.

Algorithme Rang moyen| ALC moyen | AUC nale moyenne
W-RF40 3.65 59.26 91.30
NB-EF-BG 4.53 56.25 88.04
NB-EW-BG 6.47 55.27 86.82
W-VFI-N 6.82 55.33 83.13
NB-EF-M 7.06 54.55 88.04
W-RF10 7.29 55.56 89.70
W-BN 8.18 53.88 87.36
W-NB-S 8.53 53.89 87.35
NB-EW-M 9.00 53.57 86.80
W-ADT 10.88 51.01 88.66
W-Log100 10.88 52.12 88.55
W-NB-NS 11.00 50.51 87.09
NB-M-BG 11.94 49.93 86.81
W-VFI 13.65 48.86 82.04
SNB-EF-BG 14.88 46.96 88.15
SNB-EW-BG 15.47 46.59 87.06
NB-M-M 15.94 46.83 86.84
SNB-EF-M 16.06 46.54 88.20
SNB-EW-M 16.53 46.17 86.99
SNB-M-BG 16.53 4497 87.07
SNB-M-M 17.82 44.46 87.19
W-J48 20.65 38.74 82.84
W-SCart 22.24 31.95 81.70

TAB. 5 — Rang moyen. ALC moyen et AUC nale moyenne

de données qui ne leur est pas favorable. L'un des meilleurs exemples est la gure 4(d) qui
montre un jeu de données qui fonctionne trés bien avec une régression logistique mais qui est
trés mauvais avec un Bayésien naif.

4.3 Analyse

Analyse globale

Cette étude a été réalisée sans optimisation des paramétres des algorithmes mais principale-
ment en utilisant les paramétres par défaut de ceux-ci. C4.5 (J48) et CART (SimpleCart) sont
des références en apprentissage mais cette étude montre gu'ils ne sont pas adaptés pour bien
travailler avec des petits jeux de données. En effet ils se retrouvent derniers que ce soit au
niveau du rang moyen ou de I'ALC moyenne.

Au contraire, le Bayésien naif est connu pour bien fonctionner sur de petits jeux de données
(Domingos et Pazzani, 1997). Les gures 4(a) et 4(b) con rment ce résultat. Trés rapidement
les classi eurs générés sont capables de donner de bons résultats, on observe assez souvent
qu'il faut entre2® et 28 exemples en apprentissage pour étre trés proche de I'AUC maximale.

Les algorithmes basés sur les arbres ne fonctionnent pas bien directement (C4.5, Cart)
mais une fois combinés avec des techniques de bagging/boosting ils sont parmi les meilleurs
de cette étude : RandomForest. La gure 4 montre le bon comportement général des foréts
d'arbres sur 4 jeux de données. Il faut noter que les sous- gures 4(c) et 4(d) mettent en avant
des classi eurs (W-NB-S et W-Log100) qui sont particulierement bien adaptés a ces deux jeux
de données (Crx et TicTacToe). Méme dans ces cas, RandomForest af che de bons résultats;
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Algorithme Rang moyen| ALC moyen | AUC nale moyenne
W-RF40 4.35 47.10 86.21
W-VFI-N 4.59 47.50 82.43
NB-EF-BG 4.65 45.88 83.45
NB-EW-BG 541 45.55 82.34
W-RF10 6.88 43.26 84.09
NB-EF-M 7.47 43.01 83.29
NB-EW-M 8.29 42.72 82.12
W-BN 8.88 41.94 81.58
W-NB-S 8.88 41.92 81.28
W-Log100 10.00 40.19 79.99
W-VFI 10.24 40.55 77.91
W-NB-NS 11.53 37.22 82.60
W-ADT 11.76 36.43 83.02
NB-M-BG 11.88 36.85 80.92
SNB-EW-BG 15.65 31.40 81.93
SNB-EF-BG 15.88 30.77 82.44
NB-M-M 16.18 31.60 80.29
SNB-EW-M 16.76 30.79 81.76
SNB-EF-M 17.12 30.09 82.20
SNB-M-BG 17.76 28.65 80.18
SNB-M-M 19.41 27.71 80.12
W-J48 19.94 24.80 74.14

TAB. 6 — Rang moyen, ALC moyen et AUC nale moyenne mais avec l'aire 2etr2® = 64
exemples en apprentissage

de maniére générale il se situe mieux que les autres classi eurs sur la grande majorité des jeux
de données.

Il est étonnant de voir apparaitre dans le haut du tableau de cette étude un algorithme assez
peu connu : VFI. Cet algorithme se comporte particulierement bien avec le paramétre qui ne
pondére pas les intervalles des variables en fonction de la con ance (“weight feature intervals
by con dence” : W-VFI-N). Si on s'arréte aux 64 premiers exemples en apprentissage (Tableau
6), il se retrouve premier en ALC et deuxiéeme en termes de rang avec un tres faible écart par
rapport au premier.

Analyse pour les modeéles discriminants

Les algorithmes discriminants sont représentés dans cette étude par les foréts d'arbre (RF et
RF40) et la régression logistique (Log100). L'algorithme RandomForest paramétré avec une
taille de forét de 40 arbres est le meilleur de cette étude sur tous les points de vue, premier pour
le rang, I'ALC moyenne et 'AUC nale moyenne. La possibilité de cet algorithme a essayer
de nombreux arbres avec seulement une partie des variables explicatives lui permet d'étre a la
fois bon en début d'apprentissage ainsi qu'en n.

Bien qu'elle se positionne aprés RandomForest, le Bayésien naif et VFI, la régression
logistique n'est pas si éloignée au niveau de son score d'ALC. Dans certains cas patrticuliers
elle fonctionne méme bien mieux que les autres méthodes comme le montre la gure 4(d) sur
le jeu de données TicTacToe.
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Analyse pour les modeles génératifs

Parmi les modéles génératifs testés dans cette étude, le Bayésien naif est le plus évalué.
On constate que la discrétisation des variables continues et le groupement des variables ca-
tégorielles in uencent grandement les résultats. Le meilleur choix est constitué par la paire
(“EqualFrequency”, “Basic Grouping”) suivi de (“EqualWidth”, “Basic Grouping”). La dis-
crétisation régularisée (Boullé, 2006b) et la méthode de groupement MODL (Boullé, 2005)
sont trop robustes pour étre capables de générer un modéle avec peu d'exemples. Dans le cadre
de cette étude, les méthodes “les plus simples” ont l'avantage de s'exprimer plus rapidement
et donc de donner de meilleurs résultats.

Les méthodes régularisées (approche MODL et Bayésien naif sélectif) sont connues pour
avoir un faible biais-variance (Cucker et Smale, 2008). Par conséquent a n de maintenir ce
faible biais-variance, leur variance et donc aussi leur AUC va étre plus faible en début d'ap-
prentissage. Cette plus grande robustesse les améne a ne pas prédire un résultat trés variable et
donc a rester “silencieuses”. Ces méthodes se retrouvent donc avec des scores faibles dans le
cadre de cette étude et se positionnent en derniéres positions bien qu'elles soient quand méme
meilleures que C4.5 et Cart.

Les modéles génératifs générant un classi eur non linéaire (voir table 1) sont représentés
dans cette étude par les réseaux Bayésiens. lls se comportent assez bien mais se situent juste
aprés les RandomForest, VFI et le Bayésien naif. Sur certains jeux de données : Adult et
Mushrooms ( gure 4(b)), ils sont les meilleurs classi eurs en termes d'ALC.

Comparaisons avec des analyses existantes

Les résultats de la littératutesont con rmés dans cette étude : les méthodes par vote et en-
semble de classi eurs ont de trés bons résultats Bauer et Kohavi (1999), les modéles génératifs
sont meilleurs que les modéles discriminants quand le nombre d'exemples est faible (Bouchard
et Triggs, 2004), les méthodes régularisées sont robustes (Cucker et Smale, 2008).

5 Conclusion et travaux futurs

5.1 \ers un nouveau critére ?

Nous avons vu précédemment les résultats présentés dans deux tableaux : un contenant les
résultats de I'aire sous la courbe d'AUC (ALC) s'arrétar@®aexemples (tableau 6) et un autre
donnant 'AUC nale (tableau 5). Le premier tableau indique le comportement de I'algorithme
au début de I'apprentissage et le second sa performance en n d'apprentissage. Les deux axes
de la gure 5 reprennent ces deux critéres d'évaluation. En moyenne, seul “RandomForest”
et “NB-EF-BG” arrivent a étre bien positionnés au niveau de ces deux criteres. La régression
logistique et le boosting d'arbres : ADTree ont de bonnes performances en AUC nale mais
leurs ALC sont relativement faibles. Au contraire les algorithmes de type “VFI” ont une bonne
ALC mais une mauvaise AUC nale.

5. Laplupart des études de la littérature ne sont pas réalisée sur de si petits jeux de données, par conséquence pour
les comparer il faut se placer aprés avoir appris sur au ni(i8) a21°(1024) exemples.
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FiG. 5 — Positionnement des différentes méthodes en termde<3hs et d'AU Crinale

Cette analyse pose la question de faire évoluer le critere d'ALC vers un nouveau critére
qui prendrait en compte ces deux aspects. En effet, il serait intéressant d'avoir un critére syn-
thétique nous permettant d'évaluer la qualité d'un algorithme selon ces deux axes. Ce critére
pourrait par exemple s'écrire sous la forme suivante :

ALC 26 + AU Cfinale
2

Crit ere=

5.2 Combinaison d'algorithmes

Dans cette étude, peu de cas se présentent ou un algorithme particulier est trés bon sur
le début de l'apprentissage et un autre algorithme est trés bon sur la n de l'apprentissage.
Cependant si nous étions dans une telle situation, c'est & dire comme celle de la gure 6, il
serait intéressant d'utiliser deux algorithmes distincts pour réaliser I'apprentissage : W-VFI-N
pour les2® premiers exemples puis une Bayésien naif sélectif pour la n de l'apprentissage.
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FIG. 6 — Un jeu de données (Adult) ou une combinaison d'algorithmes est souhaitable

5.3 Recommandations

Il ressort de cette étude que plusieurs algorithmes peuvent étre utilisés pour construire un
modéle sur un ensemble d'apprentissage de faible taille : le Bayésien naif qui était attendu
pour ces qualités sur de faible quantité de données et les foréts d'arbres. Ces deux algorithmes
nécessitent d'étre paramétrés pour obtenir leurs meilleurs performances : les couples (“Equal-
Frequency”, “Basic Grouping”) et (“EqualWidth”, “Basic Grouping”) fonctionnent le mieux
pour le Bayésien naif et une forét de 40 arbres pour “RandomForest”. Si I'on s'intéresse plus
particulierement au tout début de I'apprentissage, une méthode par vote sur des intervalles
(VFI) se positionne au méme niveau que les meilleures méthodes de cette étude.
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Summary

Learning algorithms proved their ability to deal with large amount of data. Most of the
statistical approaches use de ned size learning sets and produce static models. However in
speci ¢ situations: active or incremental learning, the learning task starts with only very few
data. In that case, looking for algorithms able to produce models with only few examples
becomes necessary. The literature's classi ers are generally evaluated with criteria such as:
accuracy, ability to order data (ranking)... But this classi ers' taxonomy can really change if
the focus is on the ability to learn with just few examples. To our knowledge, just few studies
were performed on this problem. This study aims to study a larger panel of both algorithms (9
different kinds) and data sets (17 UCI bases).
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