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Résumé

Dans la lignée des récentes avancées en apprentissage
profond de représentations pour le clustering, ce tra-
vail (précédemment publié en anglais) présente le mo-
dele DESOM (Deep Embedded SOM), combinant ’ap-
prentisssage non supervisé de représentations et d’une
carte auto-organisée de Kohonen (SOM). Le modéle,
composé d’un auto-encodeur et d’une couche SOM, est
optimisé conjointement, afin de régulariser ’espace la-
tent et améliorer la performance de la carte SOM. Nous
évaluons les performances de classification et de visua-
lisation ainsi que les bénéfices de ’apprentissage joint.

Mots-clef : carte auto-organisée, clustering, appren-
tissage profond, auto-encodeur.

1 Introduction

Aprés les succés des réseaux de neurones en appren-
tissage supervisé, de récents travaux se sont tournés
vers ’apprentissage de représentations pour des taches
non supervisées, en particulier le clustering. Les algo-
rithmes classiques sont basés sur des mesures de simi-
larité qui se révélent inefficaces en grande dimension.
Une solution est de réduire d’abord la dimensionalité
des données, puis d’effectuer le clustering dans un es-
pace de basse dimension. La réduction est obtenue par
des méthodes linéaires comme ’ACP ou non linéaires
comme les auto-encodeurs profonds. Cette approche
consiste, dans un premier temps, & optimiser un critére
de perte d’information (en général via une erreur de re-
construction), puis dans un deuxiéme temps, optimiser
un critére de partitionnement des données via un algo-
rithme de clustering. A Pinverse, les approches dites de
deep clustering [SHL ™14, XGF16, GGLY17, YFSHI6,
JZT*17,[HMABIg]| considérent ces deux étapes comme
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une tache jointe, et tentent d’apprendre un espace la-
tent intégrant la structure de clusters.

La carte auto-organisée (SOM) [Koh82] permet de
classifier et visualiser des données mulivariées sur un
grille de faible dimension, constituée de neurones cha-
cun associé & un vecteur prototype de l’espace d’ori-
gine. Par contrainte topologique de I’apprentissage, des
neurones voising sur la carte correspondent a des pro-
totypes proches dans ’espace de grande dimension.

Ce travail présente DESOM (Deep Embedded SOM)
[FLALI19], un modéle apprenant conjointement une
SOM et un espace latent de projection. La transforma-
ton entre les espaces d’origine et latent est représen-
tée par un auto-encodeur (AE). Les prototypes sont
situés dans l’espace latent et décodés au moment de
la visualisation et interprétation. Cette approche pos-
séde certains avantages : (1) les représentations riches
apprises via les auto-encodeurs améliorent les perfor-
mances de SOM, (2) lauto-organisation et I’appren-
tissage de représentations s’effectue comme une téache
jointe, améliorant la qualité de la classification et ré-
duisant la durée d’entrainement. A notre connaissance,
le seul travail similaire est SOM-VAE |[FHL™19]|, avec
d’importantes différences au niveau de 1’espace latent
(discret, alors que celui de DESOM est continu), du voi-
sinage (fixe alors que nous utilisons un voisinage gaus-
sien avec décroissance du rayon) et de l’auto-encodeur
(variationnel au lieu de déterministe).

2 Proposition

L’architecture proposée est illustrée figure[I} La carte
SOM est composée de K neurones, associés aux proto-
types {myg}1<rp<k. Soit 6(-,-) la distance topologique
entre deux neurones sur la carte. Nous adoptons une
fonction voisinage gaussienne K7(d) = =% /7 dont
le rayon est contrélé par un paramétre de tempéra-
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FIGURE 1 — Architecture DESOM avec une carte 8 x 8.

ture T. Ce dernier décroit exponentiellement durant
I’apprentissage. Les parameétres des réseaux encodeur
et décodeur sont notés respectivement W, et Wy.
z; = fw_(x;) représente la projection d’un point x;
sur ’espace latent, et sa reconstruction via le décodeur
est notée X; = gw,(2;). Nous définissons une fonction
colt composée de deux termes :

‘C(Weawdamlv"'vaax) =

£T'(Wea Wd) + 'Y‘Csom(wev mg,..., Mg, X)

Le premier terme L, est une erreur quadratique
moyenne de reconstruction. Le second terme L., est
la fonction cott de SOM. Celle-ci dépend des {my} et
de la fonction d’affectation x(z) = argmin, ||z — my||*.

K
Loom =Y ; KT (3 0c(fw, (), k) ||, (i) —my |2

%

Le coefficient v définit le poids relatif du cotit de re-
construction et de SOM. Notre procédure jointe fixe
Paffectation x (non diférentiable) entre chaque étape
d’optimization. Ainsi, il est possible de définir des co-
efficients constants w; . = KT (6(x(fw. (x:)), k)), grace
auxquels les dérivées partielles de la fonction coit
s’expriment simplement. Le parcours des gradients est
illustré figure
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FIGURE 2 — Parcours des gradients de DESOM.

3 Implémentation

DESOM est implémenté sous le framework Keras et
le code est open—sourceﬂ La principale nouveauté est
une couche SOM, paramétrée par une matrice K x L,
avec K le nombre de neurones et L la dimensionalité
latente. Cette couche calcule les distances euclidiennes
entre les données en entrée et les prototypes, ce qui
permet d’exprimer la fonction cott SOM comme une
somme pondérée par les poids w; ;. La procédure d’en-
trainement est détaillée dans I’algorithme

4 Expériences

Les expériences utilisent des jeux de données clas-
siques en classification automatique : MNIST, Fashion-
MNIST (images) et Reuters-10k (texte). Les cluste-
rings obtenus sont évalués de maniére quantitative par

1. https://github.com/FlorentF9/DESOM
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Input: jeu d’apprentissage ; topologie SOM ;
Tinaz ; Tin ; iterations ; batchSize
Output: poids de 'AE W, Wy ; vecteurs
référents SOM {my}

Initialiser AE (Glorot uniform) et SOM
(échantillon aléatoire) ;

for iter =1,...,iterations do

T < Than (Tmm/Tmax)ite'r'/itemtions :

Charger le prochain batch d’entrainement ;

Calculer les distances a la carte SOM et les
poids w; i, ;

Effectuer une étape de descente de gradient
sur le batch ;

end
Algorithm 1: Procédure d’entrainement de DESOM

la pureté et le NMI (information mutuelle normalisée).
La discrimation des classes est évaluée en classifiant
les prototypes par k-means, puis en mesurant la pré-
cision de classification non supervisée par rapport aux
classes cibles. Qualitativement, nous vérifions 1’organi-
sation topologique et la qualité visuelle de la carte.

Nous comparons minisom, une implémentation
standard de SOME|; kerasom, notre implémentationn
de SOM sous Keras (i.e. DESOM sans auto-encodeur) ;
AE+minisom et AE+kerasom, avec AE and SOM
entrainés séparément ; finalement, DESOM. Nous in-
cluons aussi SOM-VAE.

4.1 Paramétres d’entrainement

Chaque modéle est entrainé 10000 itérations avec
une taille de batch de 256 et Doptimiseur Adam.
Les températures initiale et finale sont T),,. = 8.0
and T,,;n = 0.1. L’architecture de l'auto-encodeur
([500, 500, 2000, 10]) et la taille de la carte (8 x 8) sont
choisis pour étre comparables avec de précédents tra-
vaux. L’hyper-paramétre v est fixé empiriquement a
0.001, sans validation croisée pour rester dans un cadre
non supervisé. Une valeur trop élevée méne & des so-
lutions dégénérées pour l'encodeur, dia au fait que le
cott SOM est plus facilement optimisé que erreur de
reconstruction. De plus, le modéle est peu sensible a la
valeur de v tant qu’elle reste dans cet ordre de gran-
deur. Un pré-entrainement de 'AE est bénéfique dans
la plupart des approches de clustering profond. Cepen-
dant, la fonction cotit SOM produit de forts gradients
en début d’entrainement, perturbant ’encodeur. Par
conséquent, aucun pré-entrainement n’est utilisé ici.

2. https://github.com/JustGlowing/minisom

4.2 Résultats quantitatifs et qualitatifs

Les résultats (table[T) confirment lintérét de la ré-
duction de dimension par AE. Les modéles les plus
performants sont AE+kerasom et DESOM. L’appren-
tissage joint n’améliore pas systématiquement la pu-
reté et le NMI mais reste a minima comparable, et
plus rapide & entrainer. Etonnament, kerasom obtient
de meilleurs résultats que minisom, suggérant que 1’op-
timisation par descente de gradient stochastique amé-
liore ’entrainement de SOM, découverte faite aussi par
[FHL™19|. Enfin, DESOM surclasse son concurrent di-
rect SOM-VAE. En terme de discrimination des classes
(table , DESOM obtient les meilleurs scores, mon-
trant que ’apprentissage joint a permis d’apprendre
un espace latent régularisé plus adapté pour la classi-
fication des prototypes de la carte.

Les visualisations des prototypes décodés de DE-
SOM (figure [3) forment des régions continues et bien
organisées correspondant aux différentes classes. De
plus, les images prototypes apprises par une SOM stan-
dard sont floues, & cause du calcul de moyennes dans
I’espace original, ce qui n’est pas le cas pour DESOM.

5 Conclusion et travaux futurs

DESOM est la premiére approche qui entraine
conjointement un auto-encodeur et une carte SOM
dans un espace latent continu. La carte obtenue est
organisée, compétitive en terme de clustering, et ne
nécessite pas de pré-entrainement. Des travaux sont
encore nécessaires pour étudier les hyper-paramétres,
et le modéle pourrait étre étendu en une variante va-
riationnelle afin d’obtenir un modéle génératif.
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TABLE 1 — Purité et NMI (moyenne sur 10 entrainements). Meilleur résultat et résultats statistiquement équi-

MNIST Fashion-MNIST | REUTERS-10k
Méthode pur nmi pur nmi pur nmi
minisom (8 x 8) 0.637  0.430 | 0.646 0.494 0.690  0.230
kerasom (8 x 8) 0.826  0.565 | 0.717 0.512 0.697 0.324
AE+minisom (8 x 8) | 0.871 0.616 | 0.734 0.531 0.690  0.235
AE+kerasom (8 x 8) | 0.939 0.661 | 0.764 0.539 | 0.777  0.306
SOM-VAE (8 x 8) 0.868  0.595 | 0.739 0.520 - -
DESOM (8 x 8) 0.939 0.657 | 0.752 0.538 | 0.849 0.381

valents (p-value > 0.05) en gras.

Méthode MNIST | Fashion-MNIST | REUTERS-10k
AE+kerasom (8 x 8) + k-means | 76.06 44.87 36.61
DESOM (8 x 8) + k-means 76.11 56.02 57.18

TABLE 2 — Précision de classification non supervisée (%) (moyenne sur 10 entrainements).
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FIGURE 3 — Cartes DESOM de MNIST (gauche) et
Fashion-MNIST (droite).
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