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Modélisation Semi-Automatique par
Acquisition de Contraintes

Rémi Coletta, Christian Bessi`ere et Joel Quinqueton

LIRMM-CNRS
161 rue Ada

34392 Montpellier Cedex 5
{coletta,bessiere,jq}@lirmm.fr

Résuḿe : La programmation par contraintes est une technologie d´esormais lar-
gement utilisée pour résoudre des probl`emes combinatoires dans les applications
industrielles. Pourtant, l’utiliser requiert une certaine connaissance du paradigme
des contraintes. Cet article introduit un cadre pour apprendre automatiquement
des réseaux de contraintes `a partir d’ensembles d’instances qui sont des solutions
acceptables ou des assignations non d´esirables du probl`eme que nous souhai-
terions exprimer. Ce qui peut aider un novice `a manipuler ses contraintes. En
restreignant le langage des contraintes utilis´ees pour construire le r´eseau, cela
peut aussi assister un expert dans la recherche d’une mod´elisation efficace d’un
problème donn´e.

Mots-clés: Programmation par contraintes, Apprentissage automatique.

1 Introduction
Depuis les 30 derni`eres ann´ees, des progr`es consid´erables ont ´eté réalisés en Pro-

grammation par contraintes, fournissant ainsi un paradigme efficace pour r´esoudre des
problèmes combinatoires. Son usage s’est r´epandu dans de nombreux domaines d’ap-
plication, tels que l’allocation de ressources, l’ordonnancement, etc (Wallace, 1996).

Néanmoins, l’utilisation de ce paradigme reste limit´ee aux sp´ecialistes de la technolo-
gie des contraintes. Mod´eliser un probl`eme dans le formalisme des contraintes requiert
certaines notions de satisfaction de contraintes. Ce qui exclut `a un novice la possibi-
lit é d’utiliser la programmation par contraintes tout seul, sans l’aide d’un expert. En
effet, les utilisateurs savent reconnaˆıtre les exemples dans lesquels leurs contraintes
sont satisfaites ou viol´ees, mais ils ne savent pas manipuler les contraintes proprement
dites. Notre premier but est de soulager l’expert, en fournissant des m´ethodes semi-
automatiques pour acqu´erir les contraintes de l’utilisateur.

Par ailleurs, mˆeme si l’utilisateur r´eussità coder son probl`eme dans le formalisme des
contraintes, une mauvaise mod´elisation peut ruiner les performances du meilleur sol-
veur bas´e sur les meilleurs techniques de filtrage. Par exemple, dans le but de fournir une
assistance `a la modélisation, certains solveurs (ILOG Solver, Choco) int`egrent la possi-
bilit é de décrire des contraintes en extension (c.`a.d. enénumérant les n-uplets autoris´es).
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Ceciétend consid´erablement les possibilit´es de mod´elisation et facilite la d´efinition de
combinaisons complexes entre des variables. Mais la s´emantique des contraintes ainsi
exprimées est compl`etement perdue et ne peut donc pas ˆetre exploitée pour am´eliorer
leur propagation. Il en r´esulte une d´etérioration significative des performances de r´esolution
si de telles contraintes sont trop largement utilis´ees. Notre second but est donc de per-
mettreà l’expert de d´efinir son propre ’biais’ (c.`a.d. une limitation des contraintes pou-
vant être utilisées pour coder le probl`eme ou un sous probl`eme particulièrement com-
pliqué) et de tester la repr´esentabilité du problème dans ce biais. L’expert serait alors
capable, par exemple, de tester si une biblioth`eque de contraintes optimis´ees d’un sol-
veur est suffisante pour exprimer de mani`ere efficace un probl`eme actuellement cod´e en
utilisant des contraintes g´enériques et moins efficaces.

De nombreux travaux ont ´eté réalisés en programmation par contraintes pour iden-
tifier des classes polynomiales de r´eseaux de contraintes (Freuder, 1982; van Beek &
Dechter, 1995). Malheureusement, d’une part ces classes polynomiales sont pauvres
en terme d’expressivit´e et ne codent que peu de probl`emes réels. D’autre part, ces
classes polynomiales ont des propri´etés statiques, et ne peuvent pas s’adapter au type
de problèmes que l’utilisateur souhaite r´esoudre : c’est le probl`eme qui doit s’adapter `a
la classe polynomiale, et non le contraire. L’approche propos´ee ici se veut plus flexible.
Elle ne définit pas de classes a priori dans lesquelles l’expressivit´e d’un problème doit
être test´ee, mais laisse le soin `a l’expert de les d´efinir lui-même. (Nous pouvons ima-
giner une tactique interactive o`u l’utilisateur essaye des biblioth`eques de contraintes
de plus en plus expressives jusqu’`a réussirà exprimer son probl`eme.) Pr´ecisons que le
choix du biais sort du cadre de ce papier. Nous pourrions utiliser une approche bas´ee sur
les cas, s´electionnant des biblioth`eques en fonction du type de probl`eme (scheduling,
time-tabling, etc.) (Littleet al., 2002).

Des travaux existants ont d´ejà essay´e d’utiliser des techniques issues d’apprentissage
automatique pour aider l’utilisateur `a modéliser son probl`eme. Dans (Rossi & Sper-
duti, 1998), le but n’est pas exactement d’aider l’utilisateur `a apprendre un r´eseau de
contraintes, mais de l’aider `a apprendre les valuations des n-uplets dans un semi-ring
CSP dont les contraintes sont d´ejà données. Dans (O’Connellet al., 2002), le but g´enéral
est très proche du nˆotre mais les techniques pr´esentées se concentrent sur l’acquisition
d’une seule contrainte et mettent l’accent sur les heuristiques pour am´eliorer le proces-
sus d’apprentissage de cette contrainte. Inversement, le but de notre article est principa-
lement de poser le probl`eme général de l’acquisition d’un r´eseau de contraintes, de le
formaliser en termes d’apprentissage automatique, et de circonscrire quelques unes des
difficultés que cette approche soul`eve.

Le reste de cet article est organis´e comme suit. La Section 2 donne quelques d´efinitions
préliminaires sur les r´eseaux de contraintes. La Section 3 pr´esente bri`evement les tech-
niques d’apprentissage automatique qui vont ˆetre utilisées pour notre probl`eme. Dans
la Section 4, nous formulons notre probl`eme comme un probl`eme d’apprentissage.
La Section 5 pr´esente la technique en d´etails et donne ses bonnes propri´etés. Dans
la Section 6, quelques difficult´es que cette approche soul`eve sont pr´esentées et leurs
effets possibles sur le processus d’apprentissage sont illustr´es au travers de quelques
expérimentations. La Section 7 conclut le travail et ´elargit sur les perspectives.
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2 Préliminaires
Définition 1 (Réseau de Contraintes)On d́efinit un ŕeseau de contraintes comme un
triplet (X ,D, C) où :

– X = {X1, . . . , Xn} est un ensemble de variables.
– D = {DX1 , . . . , DXn} est l’ensemble de leur domaine : chaque variableX i prend

sa valeur dans le domaineDXi .
– C = (C1, . . . , Cm) est une śequence de contraintes surX etD, où une contrainte

Ci est d́efinie par la śequencevar(Ci) des variables sur lesquelles elle porte, et la
relationrel(Ci) qui sṕecifie les n-uplets autorisés survar(Ci).

L’ensemble des contraintes est d´efini comme une s´equence dans le seul but de sim-
plifier les notations `a venir.

Définition 2 (Instance) SoitY = {Y1, · · · , Yk} un sous-ensemble deX . Uneinstance
eY sur Y est un n-uplet(v1, . . . , vk) ∈ DY1 × . . . × DYk

. Cette instance est partielle
si Y 	= X , compl̀ete sinon (not́eee). Une instanceeY surY viole la contrainteCi ssi
var(Ci) ⊆ Y et eY [var(Ci)] 	∈ rel(Ci).

Définition 3 (Solution) Une instance complète sur un ensembleX de variables est une
solutiondu réseau de contraintes(X ,D, C) ssi elle ne viole aucune contrainte. Sinon,
c’est unenon solution. On noteSol(X ,D, C) l’ensemble des solutions de(X ,D, C).

3 Problème de base
Comme point de d´epart, nous supposons que l’utilisateur connaˆıt les variables et leur

domaine de valeurs possibles. Il est aussi suppos´e capable de se prononcer sur la va-
lidit é d’une instance. Ainsi, les donn´ees disponibles sont l’ensembleX des variables
du problème, leur domaineD, un sous-ensembleE + des solutions du probl`eme et un
ensembleE− de non solutions.

De plus, du point de vue de l’expert, le but est de coder le probl`eme efficacement, en
utilisant seulement des contraintes efficaces entre ces variables (c.`a.d. unebibliothèque
de contraintes avec des caract´eristiques de propagation efficaces.) Des indications peuvent
aussiêtre fournies `a propos de la localisation des contraintes, en d´efinissant les va-
riables entre lesquelles des contraintes doivent ˆetre cherch´ees (apprises) ou en restrei-
gnant l’arité de ces contraintes. Ces limitations s´emantiques et structurelles d´efinissent
le biais inductif :

Définition 4 (Biais) Étant donńes un ensembleX de variables et l’ensembleD de leur
domaine, unbiaisB sur (X ,D) est une śequence(B1, . . . , Bm) de biais locaux, òu un
biais localBi est d́efini par une śequencevar(Bi) ⊆ X de variables, et un ensemble
L(Bi) de relations possibles survar(Bi).

L’ensembleL(Bi) des relations autoris´ees sur un ensemble de variablesvar(B i) peut
être n’importe quelle biblioth`eque de contraintes d’arit´e |var(B i)|.
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Définition 5 (Appartenanceà un Biais) Étant donńes un ensembleX de variables et
l’ensembleD de leur domaines, une séquence de contraintesC = (C1, . . . , Cm) ap-
partientà un biaisB = (B1, . . . , Bm) sur (X ,D) si ∀Ci ∈ C, var(Ci) = var(Bi) et
rel(Ci) ∈ L(Bi). Nous notonsC ∈ B.

Le problème consiste en la recherche d’une s´equence de contraintesC appartenant
à un biais donn´e B, et dont l’ensemble des solutions est un sur-ensemble deE + ne
contenant aucun ´elément deE−.

Définition 6 (Problème d’Acquisition de Contraintes) Étant donńes un ensemble de
variablesX , leur domaineD, deux ensemblesE+ etE− d’instances surX , et un biais
B sur (X ,D), le problème d’acquisition de contraintesconsisteà trouver une śequence
de contraintesC telle que :

C ∈ B,

∀e− ∈ E−, e− n’est pas solution de(X ,D, C), et,

∀e+ ∈ E+, e+ est solution de(X ,D, C).
Si (E+, E−), appelées lesdonńees d’entrâınement, sont fournies par une interaction

avec l’utilisateur, alors le probl`eme d’acquisition de contraintes est appel´e phase de
modélisation du probl`eme de l’utilisateur, sinon, c’est un test automatique de reformu-
lation.

Exemple 1 Signalons que siE+∪E− = DX1×· · ·×DXn , etB est un biais sur(X ,D)
contenantn(n − 1)/2 biais locaux tels que pour chaque paire de variables(X i, Xj),
∃Bi ∈ B avecvar(Bi) = (Xi, Xj), etL(Bi) = P(DXi ×DXj ),1 alors le problème
de l’acquisition de contraintes r´epond au probl`eme de la repr´esentabilité d’une relation
ρ = E+ dans un r´eseau de contraintes binaires (Montanari, 1974).

4 Quelles techniques en Apprentissage Automa-
tique ?

L’induction de concepts est un paradigme bien connu en apprentissage automatique.
Le problème sous-jacent peut se formuler de la mani`ere suivante : ´etant donn´es un
ensembleH d’hypothèses, deux ensembles de donn´ees (E + d’instances positives et
E− d’instances n´egatives), trouver une hypoth`eseh consistante avec ces donn´ees d’en-
traı̂nement, c.`a.d. qui rejette toutes les instances n´egatives et accepte toutes les positives.
Le concept fournissant les donn´ees d’entraˆınement est appel´e le concept cible.

Dans notre cadre, ce concept cible est le r´eseau de contraintes inconnu que nous
cherchons (un qui soit consistant avec toutes les informations donn´ees par l’utilisateur
dans l’ensemble d’entraˆınement). Donc, dans notre vocabulaire :

– Une hypoth`eseh est une s´equence de contraintes,
– H est l’ensemble des s´equences de contraintes possibles appartenant `aB,
– Le concept cible est la s´equence de contraintesC que nous cherchons,

1E étant un ensemble,P(E) est l’ensemble des sous-ensembles deE.
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– Une instance positive est une solution de(X ,D, C), une instance n´egative est une
non solution de(X ,D, C).

A partir de maintenant, nous utiliserons indiff´eremment les termes issus du raison-
nement par contraintes ou de l’apprentissage automatique pour faire r´eférence `a ces
notions.

Il existe une multitude de techniques en Apprentissage Automatique, depuis les arbres
de décision jusqu’aux r´eseaux de neurones en passant par les algorithmes g´enétiques.
Nous proposons ici une m´ethode bas´ee sur l’Espace des Versions (Mitchell, 1997), qui
présente un certain nombre de bonnes propri´etésdont les plus int´eressantes dans notre
perspective sont :il fournit deux approximations (une borne sup´erieure et une borne
inférieure), son calcul est incr´emental relativement aux donn´ees d’entraˆınement, et le
résultat ne d´epend pas de l’ordre des instances d’entraˆınement (commutativit´e). Cette
dernière propriété est essentielle dans un processus interagissant avec l’utilisateur.

Nous allons pr´esenter bri`evement les Espaces des Versions. Ils sont bas´es sur un ordre
partiel de l’ensembleH des hypoth`eses.

Définition 7 (Relation de Généralisation≤G) Étant donńe (X ,D) un ensemble de
variables et leur domaine, une hypothèseh1 est moins ǵeńerale que ouéquivalente
à une hypoth̀eseh2 (ce que l’on noteh1 ≤G h2) ssi l’ensemble des solutions de
(X ,D, h1) est un sous-ensemble de celui de(X ,D, h2).

Un espace des versions ne fournit pas seulement une hypoth`ese consistante, mais tout
le sous-ensemble deH consistant avec les donn´ees d’entraˆınement :

Définition 8 (Espace des Versions)Étant donńe (X ,D) un ensemble de variables et
leur domaine,E+ et E− deux ensembles d’entraı̂nement etH un ensemble d’hy-
poth̀eses, l’espace des versionsest l’ensemble :

V = {h ∈ H/E+ ⊆ Sol(X ,D, h), E− ∩ Sol(X ,D, h) = ∅}
Grâceà sa bonne propri´eté d’incrémentalité relativement aux donn´ees d’entraˆınement,

un espace des versions est appris en traitant une par une les instances d’entraˆınement
de E+ et E−. De plus, grâce à l’ordre partiel≤G, un espace des versionsV est
complètement caract´erisé par deux bornes : la borne sp´ecifiqueS qui est l’ensemble
deséléments minimaux deV (selon≤G), et la borne g´enéraleG, l’ensemble de ses
éléments maximaux.

Propri été 1 Étant donńe un espace des versionsV , et ses bornesS etG, ∀h ∈ V, ∃s ∈
S et∃g ∈ G/s ≤G h ≤G g.

Dans le cas g´enéral, |V | est exponentiel en la taille de la donn´ee. Mais, grˆaceà la
Proposition 1, le probl`eme de l’acquisition de l’espace des versions se r´eduit strictement
à calculer ses bornesS etG consistantes avec(E+, E−).

Étant donn´es un ensemble d’hypoth`esesH sur(X ,D) et les donn´ees d’entraˆınement
(E+, E−), s’il n’existe pas d’hypoth`esesh ∈ H consistante avec(E+, E−), alors
l’acquisition de l’espace des versions va se finir dans un ´etat dans lequel il existes ∈ S
et g ∈ G tels ques 	= g et g ≤G s. Cetétat est appel´e l’ effondrementde l’espace des
versions.
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5 Apprendre un espace des versions de contraintes
Dans cette section, nous d´ecrivons le processus d’apprentissage de l’espace des ver-

sions correspondant au probl`eme d’acquisition de contraintes sur(X ,D) avec les en-
sembles(E+, E−) de solutions et non solutions, et le biaisB sur(X ,D).

Définissons tout d’abord les notions et notations que nous allons utiliser au niveau
d’une seule contrainte. Nous projetons la relation de g´enéralisation≤G au niveau d’une
contrainte. Afin d’être en accord avec l’espace des versions nous d´efinissons l’ensemble
LH(Bi) = L(Bi) ∪ {⊥,�}, où⊥ est la relation vide et� est la relation universelle.
(Notons que l’on peut ajouter la relation universelle `a n’importe quelle biblioth`eque de
contraintes, et ce sans perte de g´enéralité.) Ainsi,≤g est un ordre partiel surLH(Bi)
tel que∀r1, r2 ∈ LH(Bi), r1 ≤g r2 ⇔ r1 ⊆ r2. Étant donn´esL1 ⊆ LH(Bi) etL2 ⊆
LH(Bi), par abus de notation, on noteraL1 ≤g L2 ssi∀r1 ∈ L1, ∀r2 ∈ L2, r1 ≤g r2.

⊥

< > =

	= ≤ ≥

�

FIG. 1 –LH(Bi)

Exemple 2 Soit L(Bi) = {<,≤,=,≥, >, 	=} un biais local donn´e. La Fig. 1 décrit
l’ordre partiel(LH(Bi),≤g), qui dans ce cas est un treillis.

En restant au niveau d’une seule contrainte, nous introduisons un espace des versions
localà chaque contrainte (c.`a.d.à chaque biais localB i). Puisque≤g est un ordre partiel
tout comme≤G, l’espace des versions local h´erite de la propri´eté 1, il est donc lui aussi
complètement caract´erisé par ses bornes sp´ecifique et g´enérale.

Définition 9 (Bornes locales)L(Si) (resp.L(Gi)) désigne l’ensemble des relations de
LH(Bi) qui appartiennent̀a une hypoth̀ese deS (resp.G) :

L(Si) = {r ∈ LH(Bi)/∃s ∈ S : (var(Bi), r) ∈ s}
L(Gi) = {r ∈ LH(Bi)/∃g ∈ G : (var(Bi), r) ∈ g}

Si etGi désignent, quant̀a elles, des ensembles de contraintes :

Si = {(var(Bi), r), où r ∈ L(Si)}; Gi = {(var(Bi), r), où r ∈ L(Gi)}
5.1 Le processus d’apprentissage

Nous sommes d´esormais prˆets pour d´ecrire l’algorithmeCONACQqui prend en entr´ee
un biaisB, deux ensembles d’entraˆınementE+ etE− et retourne l’espace des versions
correspondantV . Nous présentons ´etape par ´etape les diff´erents cas possibles quand
une instance des donn´ees d’entraˆınement est trait´ee.
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5.1.1 Instances deE+

Une instance positivee+ doit être une solution de tous les r´eseaux(X ,D, h) où h ∈
V . Ainsi,

∀h ∈ V, ∀Bi ∈ h, e+[var(Bi)] ∈ rel(Bi)

Si l’on se reporte `a l’espace des versions de chaque biais localB i, on obtient la
propriété suivante :

Propri été 2 (Propriété de projection desSi locaux) Chaque borne sṕecifique locale
Si doit accepter toutes les instances positives.L(Si) est donc l’ensemble des relations
minimales au sens de≤g acceptant toutE+ :

L(Si) = min≤g{r ∈ LH(Bi)/∀e+ ∈ E+, e+[var(Bi)] ∈ r}

Corollaire 1 La borne sṕecifique globaleS est le produit cart́esien des bornes spécifiques
locales, c.̀a.d. l’ensemble des hypothèses, òu chaque contrainte prend sa valeur dans
L(Si) :

S =
¡

i∈1..m

Si

Grâceà la propriété 2, quand une instance positivee+ est rec¸ue, chaque biais local
Bi peut être traité individuellement (ligne 2 de l’AlgorithmeCONACQ). Si la borne
spécifique actuelle d’une contrainte accepte d´ejà cette instance positive, il n’y a rien
à faire pour cette contrainte (ligne 3), sinon la borne remonte aux relations les plus
spécifiques de l’espace des versions local (c.`a.d. les relations deLH(Bi) comprise entre
L(Si) etL(Gi)) acceptante+ (ligne 4). S’il n’existe pas de telles relations, cela signifie
qu’aucune hypoth`ese ne peut accepter cette instance positive. Alors, l’algorithme se
termine dans un ´etatd’effondrement(ligne 5).

5.1.2 Instances deE−

Une instance n´egativee− doit être une non solution pour tous les r´eseaux(X ,D, h)
oùh ∈ V . Ainsi,

∀h ∈ V, ∃Bi ∈ h/e−[var(Bi)] 	∈ rel(Bi)

Puisqu’une contrainte viol´ee est suffisante (au lieu de toutes les contraintes satisfaites
dans le cas d’une instance positive),Gi n’a pas la propri´eté de projection2 exhibée sur
S :

L(Gi) 	= max≤g{r ∈ LH(Bi)/∀e− ∈ E−, e−[var(Bi)] 	∈ r}
On a seulement :∀e− ∈ E−, ∃i/∀r ∈ L(Gi), e−[var(Bi)] 	∈ r. Mais, il se peut qu’il

y ait incertitude sur les contraintes `a l’origine du rejet. Et stocker uniquement les bornes
localesGi est insuffisant pour exprimer cette incertitude.

L’approche traditionnelle de l’Espace des Versions consiste `a stocker l’ensemble des
bornes globalesG. Mais ceci peut requ´erir un espace exponentiel (Hirsh, 1992). Dans
le but de rester polynomial, nous ne construisons pas cet ensemble mais codons chaque
instance n´egativee− par une clauseCl. Chaque contrainte pouvant ˆetreà l’origine du

2sinon la contrainte d´efinie surrel(Bi) rejetteraità elle seule toutes les instances deE−
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rejet dee− sera réifiée en m´eta-variable de la clauseCl. Sémantiquement, la clause
Cl représentera donc la disjonction des diff´erentes explications possibles du rejet de
l’instance négativee−.

Lorsqu’on rec¸oit une instance n´egativee−, on crée une nouvelle clauseCl initiale-
ment vide et on examine chaque biais localB i séparément (lignes 12-14). Ceux dont
toutes les valeurs (relations) de leur borne sp´ecifiqueL(S i) acceptent d´ejà e− sont
ignorés (ligne 15). En effetSi étant la borne inf´erieure de l’espace des versions local
àBi et Si ne faisant que se g´enéraliser au cours du temps (voir section 5.1.1), on sait
qu’à touteétape de l’apprentissage, la contrainte d´efinie surrel(B i) ne sera pas viol´ee
pare−.

Pour toutes les autres contraintes (potentiellement suspect´ees d’être à l’origine du
rejet dee−), on calculeAi le sous-ensemble des relations comprises entreL(Si) et
L(Gi) et minimales au sens de≤g qui acceptente−[var(Bi)], c.à.d. la borneau dessus
de laquelleBi ne doit pas se g´enéraliser si c’est elle qui s’av`ere être à l’origine du
rejet dee− (ligne 16).Si l’ensemble ainsi construit est vide, c’est que toutes les valeurs
encore possibles de la contrainte d´efinie surrel(Bi) rejettent déjàe−. Toute hypoth`ese
de l’espace des versions est donc consistante avece−, il n’y a rien à faire poure−,
on passe `a l’instance suivante (ligne 17). Sinon (A i est non vide), on rajoute la m´eta-
variable(L(Gi) <g Ai) à la clauseCl (ligne 18). La s´emantique de cette m´eta-variable
est“si Bi est coupable du rejet dee−, alors il faut abaisser (sṕecialiser)Gi” .

Pour rejetere−, une séquence de contraintesh doit satisfaire au moins une m´eta-
variable de la clauseCl codante−. Ce que nous noteronsh |= Cl. L’ensemble de
ces clauses, caract´erisant tout l’ensembleE−, est notéK. Ci-après, nous pr´esentons la
maintenance de cette base de clauses.

5.1.3 Maintenance de la base de clauses

i Maintenance des clauses quand des positifs sont ajout´es.

Si une clauseCl contient la méta-variable(L(Gi) <g Ai) et si, suite `a la réception
d’instances positives, la borneL(Si) remonte de sorte `a comporter des relations
qui ne sont plus inf´erieures (au sens de<g) à Ai (ligne 6), alors de telles re-
lations ne constituent plus d’explication possible du rejet de l’instance n´egative
codée parCl et doivent donc ˆetre effacées. SoitA ′

i le sous-ensemble des relations
deAi qui restent sup´erieures `a la nouvelle borneS i. Si A′

i est non vide, la nou-
velle explication devient(L(Gi) <g A′

i). Sinon la méta-variable(L(Gi) <g Ai)
est effacée deCl (lignes 7-9).

ii Équivalence “clause vide/effrondement”.

Quand une clauseCl, codant une instance n´egativee−, est vide, soit durant sa
construction (ligne 19), soit apr`es l’ajout d’instances positives (ligne 10), il n’y a
plus d’explication possible pour le rejet de l’ instance n´egativee−, alors l’espace
des versionss’effondre.

iii Les clauses `a une méta-variable.

Les clauses `a une méta-variable repr´esentent la seule possibilit´e du rejet de l’ins-
tance négative qu’elle code. Elles doivent ˆetre report´ees sur l’espace des versions
local puis effac´ees deK. Soit {(L(Gi) <g Ai)} une telle clause :L(Gi) doit
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descendre(se spécialiser) de sorte `a devenir plus sp´ecifique queA i (lignes 11 et
20).

iv Subsumption d’instances n´egatives.

Une instance n´egativee−1 (encodée parCl1) subsumee−2 (encodée parCl2) ssi
Cl1 ⊆ Cl2. En effet, siCl1 est satisfaite, alorsCl2 aussi. Il est donc inutile de
stockerCl2. Les lignes 21-22 de l’Algo.CONACQ maintiennent la minimalit´e de
la base de clausesK.

Algorithme 1: L’ algorithmeCONACQ

K ← ∅
foreach Bi do L(Si)← {⊥}; L(Gi)← {�}
foreach training instance edo

1 if e ∈ E+ then
2 foreachBi do
3 if ∃r ∈ L(Si)/e[var(Bi)] 
∈ r then
4 L(Si)← min≤g{r/Si ≤g r ≤g Gi ande[var(Bi)] ∈ r}
5 if L(Si) = ∅ then “collapsing”
6 foreachCl/(L(Gi) <g Ai) ∈ Cl andL(Si) 
<g Ai do
7 Cl← Cl \ (L(Gi) <g Ai)
8 A′

i ← {r ∈ Ai/r <g L(Si)}
9 if A′

i 
= ∅ then Cl← Cl ∪ (L(Gi) <g A′
i)

10 if Cl = ∅ then “collapsing”
11 if Cl = {(L(Gi) <g Ai)} then

L(Gi)← max≤g{r/Si ≤g r ≤g Gi andAi 
≤g r} ; K ← K \ Cl

12 if e ∈ E− then
13 Cl← ∅ ; reject← false
14 foreachBi while ¬reject do
15 if ∃r ∈ L(Si)/e[var(Bi)] 
∈ r then
16 Ai ← min≤g{r/Si ≤g r ≤g Gi ande[var(Bi)] ∈ r}
17 if Ai = ∅ then reject← true
18 elseCl← Cl ∪ (L(Gi) <g Ai)

if ¬reject then
19 if Cl = ∅ then “collapsing”
20 if Cl = {(L(Gi) <g Ai)} then

L(Gi)← max≤g{r/Si ≤g r ≤g Gi andAi 
≤g r} ; K ← K \ Cl

21 else if 
 ∃Cl′/Cl′ ⊆ Cl thenK ← K ∪ Cl
22 foreachCl′′/Cl ⊂ Cl′′ doK ← K \ Cl′′

Exemple 3 Dans la Figure 2, nous d´ecrivons le processus d’apprentissage sur une seule
contrainteC12 et où le biaisB12 est le biais de la Figure 1. InitialementL(S12) = {⊥}
etL(G12) = {�}. Quand l’instance positivee+

1 = (1, 1) est rec¸ue,L(S12) monte dans
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(b)(c)

⊥

< > =

	= ≤ ≥

�

X1 X2

(a)

E X1 X2

e+
1 1 1

e−2 2 1
e−3 0 3

FIG. 2 – Un exemple local

LH(B12) aux relations les plus sp´ecifiques acceptant ce n-uplet (a), ici elle est unique
{=}. Nous savons que la relation finale de la contrainteC12 sera plus g´enérale ou
équivalente `a “=”. Quand l’instance n´egativee−

2 = (2, 1) est rec¸ue, il est nécessaire de
faire descendreL(G12) pour qu’il rejette ce n-uplet (b). A cette ´etape :L(S12) = {=}
et L(G12) = {≤}. L’instance négativee−3 = (0, 3) interdit la relation “≤” (c). On a
alorsL(S12) = L(G12) = {=} : on parle de convergence locale de la contrainteC12.

X1 X2 X3

(a) (b)

(c) (d)

⊥ ⊥

< > = < > =

	= ≤ ≥ 	= ≤ ≥

� �

(L(G12) <g {≤}) ∨ (L(G23) <g {	=})
︸ ︷︷ ︸

Cl

(L(G23) <g {	=})
︸ ︷︷ ︸

Cl′

E X1 X2 X3

e+
1 2 2 5

e−2 1 3 2
e−3 1 1 0

FIG. 3 – Un exemple global

Exemple 4 Dans la Figure 3, nous d´ecrivons le processus d’apprentissage sur un probl`eme
possédant 3 variablesX1, X2 et X3. Le biais utilisé est(B12, B23), où var(B12) =
{X1, X2}, var(B23) = {X2, X3} etLH(B12) = LH(B23) identiques auLH(Bi) de
la Fig. 1. A la réception dee+

1 = (2, 2, 5), à cause de la propri´eté de projection deS,
S12 et S23 montent (L(S12)← {=} etL(S23)← {<}) (a) et (b).

MaisG ne poss`ede pas cette propri´eté de projection : quande−
2 = (1, 3, 2) est rec¸ue,

soit C12 doit rejeter le n-uplet(1, 3) ou C23 doit rejeter(3, 2). Nous construisons
donc la clauseCl = (L(G12) <g {≤}) ∨ (L(G23) <g {	=}) pour stocker ces al-
ternatives (c) ou (d). Quand l’instance n´egativee−

3 = (1, 1, 0) est rec¸ue, nous savons
que la contraintesC12 n’est pas en cause dans son rejet, care−3 [var(C12)] = (1, 1)
est un n-uplet autoris´e deL(S12) = {=}. La seule explication du rejet dee−3 est
Cl′ = (L(G23) <g {	=}) (d). Notons queCl ′ ⊂ Cl. L’explication du rejet dee−3
(d) en est aussi une valide poure−2 : Cl est alors subsum´ee parCl′, et est donc ef-
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facée, ainsi que l’explication possible (c). Apr`es ces trois instances, on a pourB 12 :
L(S12) = {=} etL(G12) = {�} et pourB23 : L(S23) = {<} etL(G23) = {≤}.

5.2 Exactitude de l’algorithme
Le théorème de repr´esentabilité (Mitchell, 1997) dit que sicn le réseau cible appar-

tient àH (l’espace des hypoth`eses) et siS etG sont les bornes minimale et maximale
de l’espace des versions relativement `a l’ordre de généralisation≤G, alorsà chaque
étape de l’entraˆınement,cn est tel que∃s ∈ S, ∃g ∈ G/s ≤G cn ≤G g.

Afin d’assurer l’exactitude de l’algorithmeCONACQ, nous devons seulement prouver
queS etG sont les bornes minimale et maximale deV . Nous donnons juste une id´ee de
la preuve. PourS, c’est facileà prouver grˆaceà sa propri´eté de projection. LeS global
est le produit cart´esien desSi locaux (Corollaire 1). Et par construction, chaqueS i est
la borne minimale deV survar(Bi). PourG, c’est un peu plus complexe car, du fait
de l’absence de la propri´eté de projection,G n’est pas ´equivalent au produit cart´esien
desGi locaux. Souvenons nous que pour des raisons de complexit´e en espace, nous ne
stockons pasG en extension mais seulement sa caract´erisation sous forme de clauses
K. Pourêtre dansG, une hypoth`eseh doit rejeter toutes les instances n´egatives, c.`a.d.
h |= K. C’est un impliquant3 deK. De plus,h doit être aussi g´enéral que possible
relativement `a≤G, ce qui signifie qu’il doit satisfaire aussi peu de m´eta-variables que
possible. C’est donc un impliquant premier deK :

G = {g ∈
¡

i∈1..m

Gi/g |=� K}

Désormais une hypoth`eseh ∈ G doit être telle queE− ∩ Sol(X ,D, h) = ∅, et
	 ∃h′ 	= h/h ≤G h′ et E− ∩ Sol(X ,D, h′) = ∅. Supposons qu’il existe un telh′.
Puisqu’il rejette toutes les instances n´egatives, il vienth′ |= K par construction deK.
Et alors,h ne sera pas un impliquant premier, ce qui contredit l’hypoth`ese.

Puisque nosS etG ont les propriétés requises, le corollaire suivant s’applique :

Corollaire 2 (Mitchell, 1997) Étant donńe un ŕeseau ciblecn et un espaceH d’hy-
poth̀eses, l’espace des versions s’effondre ssicn 	∈ H , ce qui signifie que le biais
sélectionńe n’est pas suffisant.

6 Expérimentations
Nous avons fait quelques exp´eriences pr´eliminaires pour ´evaluer les capacit´es d’ap-

prentissage de notre approche. Si le but est de trouver un r´eseau de contraintes expri-
mant le problème qu’un utilisateur nous fournit par l’interm´ediaire de donn´ees d’en-
traı̂nement, nous pourrions avoir envie de limiter le nombre d’instances pour obtenir un
réseau satisfaisant, ou de minimiser le coˆut de calcul du processus d’apprentissage.

Nous avons proc´edé à des exp´eriences avec un oracle, qui joue le rˆole de l’utilisa-
teur, et un apprenti. L’oracle poss`ede un réseau g´enéré aléatoirement (la cible) not´e
< 50, 8, C >, avec 50 variables ayant pour domaine{1, ..8}, et un nombreC de

3Un termei est un impliquant de la base de clauseA ssi i |= A. C’est un impliquant premier, not´e
i |=� A, ssi pour tout autre impliquanti′, i′ �⊂ i.
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contraintes. Chaque contrainte est choisie al´eatoirement dans le biais{<,=, >,≤, 	=
,≥}. L’oracle fournità l’apprenti des solutions et des non solutions. L’apprenti apprend
un espace des versions avec l’algorithmeCONACQ.

6.1 Ordre des instances
Dans l’expérience suivante, nous essayons d’´evaluer la taille de l’espace des versions

en fonction de l’ordre dans lequel les instances d’un ensembleE de taille 100 sont
données par l’oracle `a l’apprenti pour apprendre un r´eseau< 50, 8, 50 >. E contient
10 instances positives et 90 n´egatives.

Le Tableau 1 pr´esente le temps requis par l’apprenti pour acqu´erir l’espace des ver-
sions produitV en fonction de la date d’arriv´ee des 10 instances positives : au tout d´ebut
(a), au milieu du processus (b), ou en fin d’interaction (c).

TAB. 1 – Effet de l’ordre des instances positives
Date d’introduction des positifs 0 (a) 50 (b) 90 (c)
Temps calcul (en sec.) 3.3 5.1 8.6
log(|V |) 2,234 2,234 2,234

Nous observons que ’le plus tˆot sera le mieux’ semble ˆetre une bonne heuristique pour
les instances positives. En effet, la borne sp´ecifiqueS monte rapidement dans l’espace
des hypoth`eses avec les instances positives, r´eduisant ainsi la taille de l’espace des
versions. De ce fait, le temps CPU utilis´e est aussi r´eduit quand les instances positives
arrivent au d´ebut. Mais nous pouvons voir que la taille finale de l’espace des versions
n’est pas affect´e par l’ordre des instances. Ceci est dˆu à la propriété de commutativit´e
de l’espace des versions. (Voir la Section 4.)

6.2 Instances partielles
Dans certains cas, l’utilisateur peut rejeter une instance en justifiant par une sous-

instance n´egative. Prenons l’exemple d’une agence immobili`ere, le client (oracle) rejet-
terait un appartement en pr´ecisant“le s éjour ne me convient pas”. L’agent immobilier
(apprenti) sait que la violation porte sur des variables du s´ejour, ce qui constitue une
aide précieuse. L’aide apport´ee par de telles justifications des rejets peut ˆetre mesur´ee
en fournissant `a notre apprenti des instances partielles. Dans l’exp´erience suivante (Ta-
bleau 2),l’oracle fournità l’apprenti 90 instances n´egatives partielles (apr`es 10 positives
complètes). Nous avons essay´e avec des instances partielles comportant 2, 5 ou 10 va-
riables instanci´ees, et avons report´e la taille de l’espace des versions et celle de la base
de clauses apr`es réception des 100 instances.

TAB. 2 – Effet des instances partielles
Nb de variables des instances partielles 50 10 5 2
log(|V |) 2,234 2,233 2,225 2,144
|K| (104 méta-variables) 7.6 6.1 3.2 0

Nous observons que les instances partielles acc´elèrent le processus de convergence
de l’espace des versions. Plus ces instances partielles sont petites, plus elles sont utiles.
Ceci ouvre une direction prometteuse pour aider le processus d’apprentissage : deman-
der à l’utilisateur de justifier pourquoi il rejette certaines instances pourrait participer
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à réduire la longueur du dialogue entre le syst`eme et l’utilisateur. Aspect qui s’av`erera
crucial quand l’apprentissage se fait par interaction avec un utilisateur humain.

6.3 Contraintes non représentables et effondrement
Nous avons vu que notre algorithme apprend un r´eseau exprim´e dans un biais donn´e.

Un biais trop restrictif conduit `a l’effondrement car il ne peut pas exprimer le r´eseau
cible. Ceci ce passe quand certaines contraintes du r´eseau cible sont non repr´esentables
par un biais donn´e. Dans l’exp´erience suivante, (Tableau 3), nous analysons l’effet sur
la vitesse d’effondrement de la proportion de contraintes non repr´esentables dans le
réseau cible. Pour chaque proportion de contraintes non repr´esentables, nous appre-
nons 100 r´eseaux< 50, 10, 50 > diff érents. (Non repr´esentable signifie, dans ce cas,
une contrainte al´eatoire n’appartenant pas au biais{<,=, >,≤, 	=,≥}.) Nous comp-
tons le nombre de fois o`u l’espace des versions s’est effondr´e après1000 instances.
Notons que cette exp´erience porte davantage sur la reformulation automatique que sur
la modélisation interactive.

TAB. 3 – Effet des contraintes non repr´esentables
Ratio de contraintes non repr´esentables 10% 25% 50%
% d’effondrement 47 78 100

Nous observons que plus il y a de contraintes non repr´esentables, plus vite l’es-
pace des versions s’effondre. Il faut noter que nous avons observ´e quelques r´eseaux de
contraintes poss´edant peu de contraintes non repr´esentables qui ne se sont pas effondr´es
même apr`es plusieurs millions d’instances. Ce qui semble violer le Corollaire 2. En fait,
cela correspond au cas o`u les contraintes non repr´esentables deviennent repr´esentables
par propagation des autres contraintes. Imaginons trois variablesX 1, X2, etX3 reliées
par les contraintes suivantes dans un r´eseau de contraintes :X1 = X2, X2 = X3, et
(X1 = X3) ∨ (X1 = X3 + 5). Il est évident que la contrainte entreX1 et X3 est
non représentable dans le biais{<,=, >,≤, 	=,≥} et chaque r´eseau la contenant serait
suppos´e s’effondrer. Ce n’est pas le cas dans notre exemple car nous pouvons retreindre
la contrainte entreX1 etX3 à (X1 = X3) en utilisant la transitivit´e.

Il est important de noter que si nous avions utilis´e une technique apprenant chaque
contrainte s´eparément sur ce r´eseau, l’espace se serait effondr´e en essayant d’apprendre
la contrainte entreX1 etX3.

6.3.1 Contraintes Implicites

Ce phénomène général des contraintes, qui peuvent ˆetre inféréesà partir d’autres
contraintes, a un autre effet : il empˆeche l’espace des versions de converger autant que
si chaque contrainte ´etait apprise s´eparément. Prenons `a nouveau un exemple avec trois
variablesX1, X2, et X3, reliées dans un r´eseau cible par les contraintesX1 = X2,
X2 = X3, et X1 = X3. Imaginons qu’`a une certaine ´etape du processus d’appren-
tissage, l’espace des versions local `a (X1, X3), ne contienne plus queX1 = X3 et
X1 ≤ X3. Si les donn´ees d’entraˆınement ne contiennent que des instances compl`etes,
il est impossible de faire converger `a la contrainteX1 = X3 car chaque instance qui per-
mettrait de retirerX1 ≤ X3 de l’espace des versions (c.a.d.,((X1, 1), (X2, 2), (X3, 2)))
sera aussi rejet´ee parX1 = X2 ou parX2 = X3. Ainsi, la frontièreG ne détectera ja-
mais la culpabilité deX1 ≤ X3. Ce phénomène peut donc conduire `a une taille de
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l’espace des versions plus grande qu’elle ne devrait ˆetre en réalité.
Appliquer différents niveaux de consistance locale semble ˆetre un moyen pour am´eliorer

la diminution de l’espace des versions, en ajoutant les contraintes implicites au r´eseau
appris. (Dans le pr´ecédent exemple, la chemin consistance aurait suffit pour d´eduire que
la seule relation valable entreX1 etX3 étaitX1 = X3.)

7 Conclusion
Nous avons propos´e une méthode originale pour apprendre des r´eseaux de contraintes

à partir d’instances qui doivent ou ne doivent pas ˆetre des solutions. La technique uti-
lisée est bas´ee sur les espaces des versions, un paradigme d’apprentissage automatique
qui présente de bonnes propri´etés (c.à.d. incrementalit´e, commutativit´e, relativement
à l’ordre des donn´ees d’entraˆınement.) qui vont ˆetre essentielles dans un processus
interagissant avec un utilisateur. Mˆeme si cet article est principalement une descrip-
tion du processus d’acquisition d’un r´eseau de contraintes `a partir d’instances, nous
pouvons facilement pr´evoir les diverses applications qu’il pourrait avoir : assister un
novice dans la mod´elisation de son probl`eme, ou aider un expert `a tester si une bi-
bliothèque de contraintes donn´ee avec de bonnes caract´eristiques calculatoires peut co-
der le problème.

Dans la derni`ere section de cet article nous avons pr´esenté des exp´eriences pr´eliminaires
qui montrent que notre approche soul`eve des questions importantes, telles que la vitesse
du processus d’apprentissage ou les contraintes implicites.
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